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1 Einleitung

Diese Arbeit entstand im Rahmen der Bemiihungen der HS Ravensburg-
Weingarten ein eigenes Team in der RoboCup Simulation League aufzu-
stellen. Es ist eine der ersten Arbeiten an der Hochschule, welche sich mit
der Machbarkeit von Lernmethoden in der RoboCup Doméne beschiftigt.
Angestrebt wird dabei die Beantwortung der Frage, welches Lernverfah-
ren die notwendige Performance besitzt, um in einem spater entwickelten
RoboCup Soccer Team, zum Einsatz zu kommen. Die Beantwortung der
Frage sollte bald erfolgen, da ein Team mit Grundfdhigkeiten bereits zur
Verfiigung steht, dieses jedoch aufgrund des Mangels an intelligenten Fa-
higkeiten noch nicht eingesetzt werden kann. In Folge dieser und weiterer
Arbeiten soll entschieden werden, welches Lernverfahren schluf8endlich in
dem RoboCup Team zum Einsatz kommen wird. Das ausgewahlte Lernver-
fahren muld dabei die notige Leistungsfahigkeit haben - sollte aber auch
weiterhin so einfach bleiben, daf$ das Lernen von vielen verschiedenen Fa-
higkeiten in einem angemessenen Zeitrahmen moglich bleibt.

1.1 Zielsetzung der Arbeit

Diese Arbeit hat zum Ziel, das sogenannte ,,Observation based Reinforce-
ment Learning“ auf Leistungsfdahigkeit hin zu testen. Die Leistungsfahigkeit
wird, im Rahmen einer RoboCup Soccer Simulation stattfinden, da dies spa-
ter auch das Einsatzgebiet des Lernverfahrens sein wird. Um das Lernver-
fahren zu testen, soll ein simulierter Ful3ballspieler dazu gebracht werden,
einen ruhenden Ball, welcher zuféllig um den Spieler positioniert wird, in
ein vorgegebenes Tor zu schielden. Zu diesem Zweck wird der sogenannte
»RoboCup Soccer Server” eingesetzt, welcher fiir den Spieler eine physika-
lisch korrekt simulierte Umwelt zur Verfiigung stellt. Der Spieler wird wéh-
rend seiner Lernarbeit nicht beaufsichtig. Er wei wohin er sich bewegen
mul$ und welche Aktionen er ausfiihren darf. Anhand dieser Informationen
mul er in der Lage sein, selbstdndig eine Problemlosung zu erarbeiten. Zur
Beurteilung der Leistung des Spielers wird herangezogen, wie schnell er
lernen kann und welche Giite die von ihm gelernten Losungen haben. Die
Leistung soll mit der des sogenannten ,,Q-Learnings“ verglichen werden.
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1 EINLEITUNG

1.2 Gliederung der Arbeit

Im Einzelnen findet der Leser dieser Diplomarbeit die folgenden Kapitel:

Kapitel 2: Theoretische Grundlagen, stellt allgemein das Reinforcement
Learning vor und die Markovsche Eigenschaft. Im Speziellen wird
auf das spiter angewandte ,Observation based Reinforcement Lear-
ning“eingegangen.

Kapitel 3: Die RoboCup Umgebung, verschafft dem Leser einen Uberblick
iiber die eingesetzten Programme und stellt diese und die Konfiguration
des RoboCup Servers kurz vor.

Kapitel 4: Das Lernverfahren. Dieses Kapitel verschafft einen Uberblick
dartiiber, wie das eingesetzte Lernverfahren angewendet wird. Es wird hier
der urspriingliche Agent beschrieben, welcher fiir die Diplomarbeit weiter-
entwickelt wurde. Ferner wird der Aufbau der kompletten Lernsimulation
beschrieben sowie die zum Einsatz gekommenen Teile der Simulation.
Ein weiterer wichtiger Punkt ist hier, wie das Lernverfahren im Agenten
implementiert wurde und welche Fehler dabei auftraten.

Kapitel 5: Lernverhalten und Leistungsfdhigkeit. Dies stellt den Schwerpunkt
der Arbeit dar. Hier werden die vom Agenten gefundenen Losungsstrategi-
en bewertet. Um herauszufinden, welche Parameter einen Einfluss auf die
Leistungsfahigkeit des Agenten haben, werden an dieser Stelle mehrere
unterschiedliche ,Trainingsszenarien“ miteinander verglichen. Weiterhin
wird hier die Leistungsfahigkeit des eingesetzten Lerverfahrens mit der
Leistungsfahigkeit des sogenannten ,Q-Learnings“ verglichen.

Kapitel 6: Auswertung und Ausblick. Hier sollen Verbesserungsvorschliage
fiir das eingesetzte Lernverfahren vorgestellt werden und es soll aufgezeigt
werden wie es in der Praxis zur Anwedung kommen konnte.
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2 Theoretische Grundlagen

In diesem Kapitel sollen die fiir die Arbeit relevanten Grundlagen aus dem
Bereich des Reinforcement Learnings und des Observation based Reinfor-
cement Lernings im Speziellen vorgestellt werden.

2.1 Reinforcement Learning

Reinforcement Learning (im weiteren RFL genannt) ist eine Lernmethode,
welche ermittelt, welche Aktionen bei einem gegebenen Zustand ausge-
fiihrt werden miissen, um ein in Zahlen ausgedriicktes sogenanntes ,re-
ward signal“ zu maximieren. RFL verwendet sogenannte Lernagenten, die
ein vorgegebenes Ziel besitzen. Sie konnen die Eingenschaften ihrer Um-
gebung wahrnehmen und Aktionen auswahlen, welche die Umgebung ver-
andern. Dem Lernagenten werden keine Aktionen vorgegeben, stattdessen
muld er die Aktionen, welche den grolsten Reward fiir ihn liefern, durch
Ausprobieren herausfinden. Bei einer Vielzahl der komplexeren Anwendun-
gen von Reinforcement Learning kann es dazu kommen, dal} eine Aktion
nicht nur den sogenannten ,immediate Reward“ beeinfluldt, sondern alle
nachfolgenden Rewards. Diese beiden Charakteristiken, ndmlich die Trial-
and-Error Suche nach geeigneten Aktionen und der ,,delayed Reward“, sind
die beiden markantesten Merkmale des Reinforcement Learnings. Reinfor-
cement Learning beschreibt keine Lernmethoden, sondern Lernprobleme.
Jedwede Methode welche dazu genutzt werden kann, um solch ein Pro-
blem zu 16sen, ist eine Reinforcement Learning Methode (dazu spater noch
mehr).

Das RFL teilt sich in zwei Teile: Zum einen gibt es die sogenannte , Exploita-
tion“, welche dafiir sorgt, dald bereits bekannte Aktionen genutzt werden.
Zum anderen gibt es die ,Exploration“, welche dafiir verantwortlich ist,
dal neue Aktionen erforscht werden. Eine der wichtigsten Aufgaben des
RFL besteht darin, ein gutes Verhiltnis zwischen ,Exploration“ und , Ex-
ploitation“ zu finden. Ein Fehlverhaltnis dieser beiden Faktoren kann ein
verniinftiges Lernen scheitern lassen.

In den nun folgenden Unterkapiteln soll das RFL néher erklart werden.
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2 THEORETISCHE GRUNDLAGEN

2.1.1 Das Agenten-Environment Interface

Grob umrissen verwendet RFL. Methoden, um iiber Interaktionen ein Ziel
(,,Goal“) zu erreichen. Der Lernende, welcher die Entscheidungen trifft,
wird hierbei als (Lern-)Agent bezeichnet. Der Agent selber interagiert mit
seiner Umgebung (dem ,Environment®), welches alle Elemente, die nicht
zum Agenten selber gehoren, umfasst. Der Agent und das Environment in-
teragieren kontinuierlich miteinander: Der Agent wahlt Aktionen aus und
das Environment reagiert auf diese Aktionen und liefert einen neuen Zu-
stand an den Agenten zuriick.

Der Agent und das Environment interagieren im Zuge eines jeden diskreten
Zeitschrittes der Folge ¢t = 0,1,2,3,...,n. Zu jedem Zeitpunkt ¢, bekommt
der Agent eine Information iiber den Zustand des Environments s; € S,
wobei S die Menge der moglichen Zustdnde ist und s; der Zustand s in
einem Zeitpunkt ¢. Anhand dieser Informationen wahlt der Agent eine Ak-
tion a; € A(s;) aus, wobei A(s;) die moglichen Aktionen im momentanen
Zustand s, sind. Einen Zustand spéter, als Folge der ausgefiihrten Aktion,
bekommt der Agent einen numerischen ,Reward“ r;,,; € R und erreicht
einen neuen Zustand s;,;. Der Reward r;,; wird vergeben, wenn in Zu-
stand s; die Aktion a; ausgefiihrt wird. Es gilt, dal} R die Menge aller mog-
lichen Rewards ist. Zu jedem Zeitpunkt versucht der Agent, einem Zustand
eine Aktion zuzuweisen. Die Vorschrift fiir die Zuweisung wir , Policy“ des
Agenten genannt und wird mit 7, bezeichnet. Es gilt, dal m;(s, a) die Wahr-
scheinlichkeit fiir das eintreten von s; = s unter der Vorraussetzung von
a; = a ist. Ein RFL Verfahren beschreibt also wie der Agent, aufgrund sei-
ner gemachten Erfahrungen, seine Policy dndert. Das Ziel dabei ist, den
Gesamtbetrag des Rewards zu maximieren.

2.1.2 Goals und Rewards

Beim RFL wird der Agent in seinem Bestreben sein Ziel (,,Goal“) zu errei-
chen gesteuert. Zu diesem Zweck bekommt der Agent bei jedem Zustands-
iibergang vom Environment einen Reward. Zu jedem Zeitpunkt ist der Re-
ward stets r, € R. Man kann also sagen, da® das Ziel des Agenten ist,
den Reward zu maximieren. Gemeint ist jedoch nicht der Reward zu jedem
Zeitpunkt ¢ (,immediate reward®), sondern der Reward iiber einen langen
Zeitraum, der sogenannte ,delayed reward“.
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2.1 Reinforcement Learning

2.1.3 Returnwerte

Bisher wurde recht ungenau formuliert und es wurde gesagt, daf} das Ziel
des Agenten ist, den Reward liber lange Sicht hin zu maximieren. Aber wie
143t sich diese Absicht formalisieren? Was soll maximiert werden, wenn die
Folge der Rewards nach jedem Zeitschritt ¢ mit r,, 1,712,743, ..., T't1n an-
gegeben wird? Normalerweise wird versucht, den erwarteten Returnwert
zu maximieren, wobei dieser Returnwert R; durch eine Funktion der Re-
wardsequenzen angegeben wird. Im einfachsten Falle kann diese Funktion
einfach die Summe alle Rewards sein:

Ry =ri1+rio+ 13+ ...+ rr @)

Wobei 7' dem letzten Zeitschritt entspricht. Dieser Ansatz ist sinnvoll bei
allen Anwendungen, bei denen es ein vorhersehbares Ende gibt. Hierbei
wird das Lernen in Sequenzen aufgeteilt, welche man Episoden nennt. Als
Beispiel kann man sich z.B. eine Serie von Labyrinth-Druchldufen vorstel-
len, wobei jeder Durchlauf durch das Labyrinth einer Episode entspricht
(es wird spater auch von Lernepisoden gesprochen). Jede Episode endet
in einem Endzustand (auch , Terminal State“ genannt), und es folgt eine
Zuriicksetzung zu einem wohldefinierten Startzustand. Dieser Startzu-
stand wird aus einer Menge von moglichen Startzustidnden ausgewahlt.
Bei episodischen Lernaufgaben, wie hier beschrieben, wird zwischen nicht
terminalen Zustdnden S oder auch S~ und terminalen Zustdnden S+ (po-
sitiven Endzustidnden) unterschieden.

Neben den episodischen Aufgaben gibt es die nicht episodischen Auf-
gaben. Hier lal3t sich das Lernen nicht in einzelne Episoden aufteilen,
sondern es gestaltet sich als eine fortlaufende Aufgabe. Solche Aufgaben
bezeichnet man als ,continuing tasks“. Die Returnfunktion welche unter
(1) angegeben wurde, ist in solchen Fillen problematisch, da hier gilt:
T = oo. Dies fiihrt jedoch dazu, daf’ der Return, welcher eigentlich maxi-
miert werden sollte, ins Unendliche laufen kann.

Um diesem Problem aus dem Wege zu gehen, benutzt man das soge-
nannte , discounting“. Ein Agent, der das Discounting anwendet, versucht
seine Aktionen so auszuwahlen, dal$ die Summe der abgeschwéchten Re-
wards, die er in der Zukunft erhalten wird, maximiert wird. Die Formel zur
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2 THEORETISCHE GRUNDLAGEN

Berechnung des abgeschwichten Returns lautet:
R =711 + Vg2 + 7Ty + o = Z Voreire (2)
k=0

Der Parameter v, der den Bereich 0 < v < 1 einnehmen kann, wird ,Dis-
count Factor“ genannt. Der ,,Discount Factor® bestimmt den momentanen
Wert der zukiinftigen Rewards. Ein Reward, welcher k Zeitschritte in der
Zukunft erhalten wird, wird mit v%~! seines eigentlichen Wertes bewertet.
Wenn v < 1 ist, ist die Summe der Returns endlich, solange die Folge der
Rewards 7 begrenzt ist. Sollte hingegen v = 0 sein, so wird der Agent nur
die unmittelbaren Rewards maximieren. In diesem Fall besitzt der Agent
die Aufgabe, die Aktion a; so zu wéihlen, da® nur r;,; maximiert wird.
Wenn die Aktion des Agenten nur den unmittelbaren Reward beeinflusst,
kann der Return maximiert werden, indem jeder unmittelbare Reward ma-
ximiert wird.

2.1.4 Die Markovsche Eigenschaft

Es soll nun eine Eigenschaft des Zustandes des Environments beschrieben
werden, welche die Markov Eigenschaft genannt wird. Was dazu benétigt
wird ist idealerweise ein Zustandssignal, welches alle vergangenen Zustan-
de in einer Art und Weise zusammenfallt, daf} keine relevanten Informa-
tionen verloren gehen. Dies erfordert meistens mehr als nur die momen-
tane Wahrnehmung, aber niemals mehr als den Verlauf aller bisherigen
Wahrnehmungen. Ein Zustandssignal, welches dem Anspruch geniigt, alle
relevanten Informationen zu beinhalten, hat die sogenannte Markovsche
Eigenschaft (oder ist ein Markov Zustand). Als Beispiel kann man sich ein
Damespiel denken: Die aktuelle Position der Spielfiguren ware ein Markov
Zustand, da sie alle relevanten Informationen iiber die Zustiande beinhaltet,
die zum aktuellen Zustand gefiihrt haben. Es sind zwar viele Informationen
tiber den Zustandsverlauf verloren gegangen, jedoch sind alle wichtigen In-
formationen erhalten geblieben.

Um die Markovsche Eigenschaft mathematisch moglichst einfach zu be-
schreiben, geht man davon aus, dal} es eine begrenzte Anzahl von Zustén-
den und Rewardwerten gibt. Man stelle sich vor, wie das Environment sich
zu einem Zeitpunkt ¢ + 1 verhélt, wenn zu einem fritheren Zeitpunkt ¢ die
Aktion a; ausgefiihrt wurde. Im normalen kausalen Fall wird die Aktion
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2.1 Reinforcement Learning

ausgewahlt unter der Betrachtung aller bisheriger Ereignisse. In diesem
Fall kann die Systemdynamik nur anhand einer kompletten Wahrschein-
lichkeitsverteilung angegeben werden:

PT{SH-I - 8/7 Tt41 = T‘Sh ¢, Tty St—1, Ag—1,---,T'1, S0, CL[)} (3)

fir alle ¢,r und alle moglichen Werte der vergangenen Ereignisse:
St, g, T, ..., T1, So, ag. Hat das Zustandssignal jedoch die Markovsche Eigen-
schaft, hangt die Auswirkung im Environment im Zeitschritt ¢ + 1 nur vom
Zustand und der ausgewahlten Aktion in ¢ ab. In diesem Fall kann die Sy-
stemdynamik angegeben werden mit:

Pr{5t+1 = 5/7Tt+1 = Tfst,at} (4)

fiir alle s',r,s; und a,. Ein Zustandssignal besitzt die Markovsche FEi-
genschaft, wenn gilt (3) gleich (4) fiir alle s’,r und fiir die vorherigen
S¢, Ay, T, ..., T1, So, g ist. In diesem Fall hat sowohl das Environment als auch
die Lernaufgabe selber eine Markovsche Eigenschaft.

2.1.5 Der Markovsche Entscheidungsprozess

Eine RFL Aufgabe, die die Markovsche Eigenschaft besitzt, kann durch
einen ,Markov Decision process“ (Markovscher Entscheidungsprozess,
MDP) gelost werden. Wenn zusitzlich Zustands- und Aktionsraum endlich
sind, so handelt es sich um einen , finite Markov decision process“ (finiter
Markovscher Entscheidungsprozess, finite MDP).
Ein bestimmter finiter MDP wird definiert durch seinen Zustand, seine
Menge der Aktionen und die ,ein Schritt Dynamik“ des Environments. Die
Wahrscheinlichkeit eines jeden nichsten Zustandes s’ ist mit gegebener Ak-
tion a und gegebenem Zustand s:

P, = Pr{syy1 = §'|s; = s,a; = a} (5)
Diese Mengen werden ,transition probabilites“ (Ubergangswahrscheinlich-
keiten) genannt. Gleichermalf3en gilt fiir eine gegebene Aktion a, gegebe-
nem Zustand s und mit dem gegebenen nachsten Zustand s’ fiir den Wert
des erwarteten Rewards:

R, = E{ri1lsi = s,a; = a, 8,41 = §'} (6)
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2 THEORETISCHE GRUNDLAGEN

Diese beiden Mengen, P2, und R¢, geben die wichtigsten Aspekte einer
finiten MDP Dynamik an. F ist eine Entscheidungsmethode des Environ-
ments, welche den Reward unter den gegebenen Vorraussetzungen be-
stimmt.

Quelle: Frei nach [SBarto]

2.1.6 Value Functions

Da Value Functions nicht fiir das Lernverfahren gebraucht werden, wel-
ches spéter eingesetzt wird, sei der interessierte Leser an dieser Stelle an
[Harmon] verwiesen.

2.2 Observation based Reinforcement Learning

Es soll nun herausgearbeitet werden, wo die Probleme des RFLs liegen und
wie sie durch das sogenannte Observation based Reinforcement Learning
teilweise beseitigt werden konnen.

2.2.1 Generalisierung beim Reinforcement Learning

In vielen RFL Lernaufgaben gibt es oft das Problem, dal} es einen sehr
grolden Zustandsraum gibt. Da die grol3en Zustandsrdaume oft zu Rechen-
zeitproblemen fithren, 1a(3t dies die Forderung nach einer Generalisierung
laut werden. Der Vorteil einer Generalisierung liegt jedoch nicht nur in ei-
ner moglichen Verkleinerung des Zustandraumes, sondern vielmehr in der
Tatsache, dal$ eine gelernte Policy nicht nur in der Trainingsumgebung ein-
setzbar ist, sondern optimalerweise in allen dhnlichen Umgebungen. Um
diesen Sachverhalt zu verdeutlichen, wird jetzt folgendes Beispiel betrach-
tet:

Gegeben sei ein Array, welches sortiert werden soll. Dieses Array hat die
Linge [ mit Integerzahlen aus dem Bereich 7 := {1,...,n}. Ein Zustand ist
ein 1-Tupel von Elementen aus /. Die Aufgabe besteht darin, das Array in
aufsteigender Reihenfolge zu sortieren. Die moglichen Aktionen beinhalten
das Tauschen bestimmter Elemente. Mit festem [ und n ist diese Lernauf-
gabe ein MDP. Der Reward wird auf einen Betrag > 0 festgelegt, wenn das
Array sortiert ist, andernfalls ist der Reward —1. Die optimale Policy wird
also versuchen, mit moglichst wenigen Ziigen, das Array zu sortieren.

Ein klassisches tabellengestiitztes RFL Verfahren wiirde zu jedem Zustand
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eine Aktion speichern und wiirde somit jede mogliche Vertauschung im Ar-
ray selber speichern. Allem Anschein nach ist dies jedoch keine gute Stra-
tegie, da diese Policy nur in der Lage ware, Arrays mit gleichem / und n
zu sortieren. Wiirde beispielweise [ um eins erhoht, wiirde die Policy versa-
gen, da sich der Zustandsraum vergrof3ert hétte, die Policy jedoch auf den
vorherigen Wert von [ spezialisiert ware.

Um zu zeigen, welche Vorteile die Generalisierung bietet, sollte nicht nur
ein spezielles Trainingsbeispiel betrachtet werden, sondern stattdessen ei-
ne ganze Klasse von MDPs. Fiir das angegebene Sortierungsbeispiel, wére
solch eine Klasse z.B. alle moglichen Arrays aller Grof3en mit allen mogli-
chen Integerzahlen zu sortieren.

Es gibt noch einen anderen Generalisierungsansatz im RFL, die sogenannte
interne Generalisierung. Es beschreibt den Wunsch, dalf3 ein Agent sich in
ahnlichen Situationen &hnlich verhaélt, z.B. soll der Agent im Stande sein,
aus einer einzigen gelernten Dribble Policy unabhédngig von der Position
iberall dribbeln zu konnen. Es soll also keine Unterscheidung geben, ob
der Agent an der einen Stelle dribbelt oder an einer anderen. Die Motiva-
tion hinter so einer Generalisierung ist, daf$ das Lernen beschleunigt und
verbessert wird.

Obwohl die Idee der internen Generalisierung durchaus Bewandnis in der
Praxis hat, wollen wir im weiteren mit der Idee der Generalisierung iiber
MDP Klassen weiterarbeiten.

2.2.2 Konsequenzen der Generalisierung

Wenn man eine einzige Policy als Modell fiir eine ganze Klasse von MDPs
benutzen will, miissen die MDPs bestimmte Randbedingungen erfiillen, um
ein konsistentes Interface zwischen der Problembeschreibung und der Poli-
cy zu ermoglichen. Um ein solches Interface zu ermoglichen, braucht man
zum einen eine Menge an Aktionen, welche fiir alle moglichen Elemente
der Problemklasse qualifiziert sind und zum anderen eine passende Dar-
stellung des momentanen Zustandes. Da der Zustandsraum fiir die Policies
verborgen bleiben sollte, wird zu diesem Zweck eine Menge von ,,Observa-
tionen“ eingefiihrt, welche fiir die gesamte Problemklasse giiltig sind. Zu
diesem Zweck braucht man eine Abbildungsfunktion, welche Zustande auf
Observationen abbildet.

In obigen Beispielprogramm muf} die Struktur des Problems in einer Art
und Weise gedndert werden, so dal} durch die Generalisierung die Grof3en-
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angabe [ und die Anzahl der moglichen Eintrdage n wegfallen. Dies kann
erreicht werden, indem man einen virtuellen Zeiger einfiihrt, der auf einen
Eintrag des Arrays zeigt. Die moglichen Aktionen wiren, den Zeiger nach
links oder rechts zu bewegen, oder zum linken oder rechten Rand des Ar-
rays. Weiterhin sollte es moglich sein, die Zahl, auf welche der Zeiger zeigt,
mit einem der beiden benachbarten Felder zu tauschen. Wie sich hieran
unschwer erkennen 1463t, sind die Observationen nur auf die Zeigerposition
bezogen und somit vollig unabhédngig von der Arraygrof3e. Als Observati-
on wird folgendes definiert: Der Eintrag, auf welchen der Zeiger zeigt, ist
groBer oder kleiner als einer der benachbarten. Weiterhin ist es wichtig zu
wissen, ob der Zeiger sich am linken oder rechten Rand befindet. Durch
diese Einteilung wird erreicht, dal} sowohl die Aktionen als auch die Ob-
servationen unabhéngig von der Grof2e des Arrays sind und somit bekommt
man eine Policy fiir die gesamte Problemklasse. Die so erhaltene Policy gilt
nicht nur auf dem urspriinglichen Trainingsszenario sondern bei einer brei-
ten Auswahl an Szenarien.

Ein Vorteil dieser Generalisierung ist ebenso, dal} das Lernen mit diesem
Algorithmus schneller von statten geht, da die Anzahl der Parameter mini-
miert wurde. Durch die Moglichkeit, daf3 man die Policies in kleinen Doma-
nen (Trainingsszenarien) lernen kann und sie danach auf grof3e Doménen
iibertragen kann, entsteht ein weiterer sehr grof3er Vorteil. Die Lernkom-
plexitat nimmt ab.

2.2.3 Observation based Reinforcement Learning Verfahren

In diesem Abschnitt soll erldutert werden, aus welchen Teilen das Observa-
tion based Reinforcement Learning besteht und wie dieses Lernverfahren
ablauft. Der Ablauf selber wird an dieser Stelle zunichst theoretisch er-
klart und spéater - wenn er dann zum Einsatz kommt - wird er noch einmal
ausfiihrlich besprochen.

2.2.4 Elemente eines Observation based RFL Algorithmuses

In diesem Abschnitt soll untersucht werden, welche Moglichkeiten es fiir
das Observation based RFL gibt, um zu einer brauchbaren Policy zu kon-
vergieren. Es wird nach einem Algorithmus gesucht, welcher eine Policy in
einer konstruktiven Art und Weise erstellt, jedoch keine blinde Suche aus-
fiihrt und welcher nach einer falschen Entscheidung nicht hingen bleibt.
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Zu diesem Zwecke werden beide Extreme betrachtet und am Ende eine
mogliche Mischung dieser beiden vorgestellt. Die folgende Analyse ist nur
giiltig unter der Pramisse, dal} es sich bei den untersuchten Lernproblemen
um deterministische MDPs mit einem finiten Zustands- und Aktionsraum
handelt. Dem Agenten sei die Fahigkeit gegeben, zwischen Observations
zu unterscheiden, welche einen Zielzustand reprasentieren und solchen,
die es nicht tun.

2.2.4.1 Blind Search approach Eine Art und Weise eine korrekte Poli-
cy zu ermitteln, wire es, den kompletten Zustandsraum abzusuchen. Dies
kann erreicht werden, indem z.B. eine ,,Monte Carlo“ Methode angewandt
wird. Diese Methode wiirde zufillig erzeugte Policies ausprobieren und ent-
scheiden, ob es sich bei ihnen um eine korrekte Policy handelt oder nicht.
Jedoch mu® man ein modellfreies Lernen annehmen (d.h. die Ubergangs-
funktion der Zustdnde ist unbekannt) und daher kann man eine Policy auf
theoretischer Basis nicht auf Plausibilitét priifen. Es steht jedoch die Mog-
lichkeit offen, die Policy durch Testen auf Plausibilitat zu priifen. Dies kann
erreicht werden, indem man die Policy anwendet und darauf wartet, ob
ein Zielzustand erreicht wird oder nicht. Ist die Policy nicht korrekt, gibt
es mindestens einen Startzustand von dem aus die Policy nicht in der Lage
ist in einen Endzustand zu fiihren. In diesem Fall werden einige Zustédnde
innerhalb der Policy zyklisch und die Trainingsepisode kann nicht mehr be-
endet werden (Beispiel: Zustand 1 fiihrt und Zustand 2 und dieser zuriick
in Zustand 1).

Man kann folgende Methode zum Aufdecken einer nicht korrekten Policy
verwenden: N sei die Anzahl der Zustdnde. Es wird eine Trainingsepiso-
de gestartet und die Anzahl der Zustandsiibergénge gezahlt. Wenn nach NV
Zustandsiibergangen kein Endzustand erreicht wurde, ist bekannt, daf} es
sich bei der aktuellen Policy um eine nicht korrekte Policy handelt. Wenn
dies der Fall ist, wird die nicht korrekte Policy durch eine neue zufillige
Policy ersetzt. Es wird ein zufélliger Startzustand ausgewdahlt und der Test
beginnt von vorne. Sobald eine korrekte Policy gefunden wurde, wird diese
nicht mehr ersetzt.

Wenn auch der ,blind search algorithm“ dazu in der Lage ist ab und zu
eine korrekte Policy zu finden, so bleibt dennoch das Problem, daf3 dies un-
ter Umstdnden lange dauern kann. Ein weiteres Problem kann auch sein,
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da® keinerlei Informationen {iiber eine geloschte Policy beibehalten wer-
den, somit kann es vorkommen, daf3 gleiche Policies mehrere Male getestet
werden.

2.2.4.2 Dynamic programming approach Das zweite Extrem eines Al-
gorithmus ist, da® niemals Informationen vergessen werden und die Policy
in einer durchschaubaren Art und Weise gelernt wird.

Wenn jede Observation genau einem Zustand zugeordnet ist, kann man
eine korrekte Policy mit folgendem Algorithmus berechnen: w bezeichnet
eine Observation und P eine Policy. P(w) = * besagt, dafd noch keine Akti-
on ausgewahlt wurde. Die Anfangswerte sind also:

Plw) — * falls w kein Zielzustand ist
w a falls w ein Zielzustand ist

wobei a frei wahlbar ist. Nach einem Zustandsiibergang mit der ausgefiihr-
ten Aktion a; von w; nach w;,; wird die Policy aktualisiert:

Pluy) — { * falls P(wiyq) = *

ay anderen falls
Dieser Algorithmus benutzt eine ,dynamic programming®“ Technik, um
einen Informationsfluss vom Endzustand aus zu initiieren. Das Verfah-
ren konvergiert bei deterministischen MDPs, bei denen alle Observationen
nicht mehr als einen Zustand beschreiben.
Ungliicklicherweise kann der Standardalgorithmus fehlschlagen, wenn ei-
ne Observation mehr als einen Zustand beschreibt. Der Algorithmus kann
eine bestimmte Aktion in Zustand A auswadhlen und kann sie nicht mehr
andern, auch wenn sie in einem Zustand B, welcher durch die gleiche Ob-
servation reprasentiert wird, fehlschléagt.
Obwohl der ,,dynamic programming“ Ansatz dem ,,blind search algorithm“
bei weitem {iiberlegen ist, in der Hinsicht, da® er bereits gemachte Erfah-
rung nicht verwirft, lauft er dennoch Gefahr, in nicht korrekten Policies
héngen zu bleiben. Es wird also eine Moglichkeit benotigt die Informatio-
nen zuriickzuverfolgen, was dem Algorithmus ermoglicht, bestimmte be-
reits gesammelte Informationen zu vergessen.
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2.2.5 Der Ablauf des Observation based Learning

Durch das Verbinden der beiden oben genannten Verfahren, kann man ein
exemplarisches Observation based Verfahren realisieren.

Der Algorithmus besteht aus einer momentanen Policyfunktion P wie in
dem , dynamic programming® (DP) Algorithmus, einem Schrittzdhlen ¢, ei-
ner Markierungsfunktion 7, die jeden Zustand als bereits besucht markie-
ren kann und einer Konstanten L, welche grof3er als die Anzahl der Zu-
stinde sein sollte. Diese Konstante mul3 gegeben sein (bis ein guter Wert
gefunden wird, ist diese Konstante meist willkiirlich gesetzt). Die Initial-
werte sind:

e P wird initialisiert wie im DP Algorithmus
e Alle Observations in Z werden als ,,nicht besucht® initialisiert.
e Initialisiere ¢ + 0

In einem Zielzustand wird ein neuer Startzustand zuféllig ausgewahlt, der
Zéahler ¢ wird auf 0 zuriickgesetzt und die Markierungsfunktion Z wird auf
,nicht besucht“ gesetzt.

In nicht Endzustanden wird der Nachfolgezustand berechnet und die nach-
folgende Observation w’ zuriickgegeben. Es konnen dabei 2 Félle eintreten:

e 1. ¢+ 1 > L (reset branch): P wird zuriickgesetzt auf x fiir alle Zu-
stinde, welche durch Z markiert sind. Des weiteren werden alle Z
Werte auf ,nicht besucht“ zuriickgesetzt und ¢ « 0

e 2. c+ 1 < L (constructive branch): Die Policy wird geméiss des DP-
Verfahrens aktualisiert, ¢ wird um eins erhoht und der Zustand wird
als besucht markiert.

Der Algorithmus verbindet die Vorteile vom DP Verfahren und des Suchver-
fahrens. Das hier vorgestellte Verfahren, lernt eine Policy ohne eine ,cost-
to-go“ [Cost] Funktion zu berechnen. Unter bestimmten Voraussetzungen
zur Auswahl der Aktionen und der Startzustdnde, ist es moglich, die Kon-
vergenz zu einer korrekten Policy, sollte diese existieren, zu beweisen. Die-
ser Beweis soll jedoch nicht an dieser Stelle gefiihrt werden [Rmiller] /
[Rein].
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3 Die RoboCup Umgebung

Die 1995 ins Leben gerufene RoboCup-Initiative hat sich zur Aufgabe ge-
macht, die Forschung in verschiedenen Bereichen der Robotik und kiinst-
lichen Intelligenz durch die Formulierung eines ehrgeizigen Ziels voranzu-
treiben: Bis zum Jahr 2050 sollen Roboter gegen Menschen Ful’ball spielen
konnen. Die Herausforderung, welche in dieser Aussage liegt, hat viele Wis-
senschaftler und Studenten dazu animiert, sich in RoboCup einzubringen
und das Projekt voranzutreiben. Auch nach aulen hin wurde durch den
RoboCup starkes Interesse geweckt, da Robotik immer noch ein aul3erge-
wohnliches Thema ist und Menschen auf eine Art und Weise begeistert, wie
es vielen anderen Wissenschaften nicht moglich ist. Die Ziele des RoboCup
konnen an folgendem Zitat sehr gut abgelesen werden:

By mid-21st century, a team of fully autonomous humanoid ro-
bot soccer players shall win the soccer game, comply with the
official rule of the FIFA against the winner of the most recent
World cup [Robo01]

3.1 Die Simulationsumgebung

Die RoboCup Simulation League basiert auf einem RoboCup Simulator,
welcher sich RoboCup Server (oder auch Soccer Server) nennt. Es handelt
sich hierbei um ein System, welches die physikalischen Eigenschaften einer
Ful3ballsimulation emuliert [RoCu01]. Die Spiele werden durch den Robo-
Cup Monitor visualisiert, welcher spéiter noch genauer beschrieben wird.
Der Soccer Server wurde entwickelt, um eine virtuelle Umgebung zur Ver-
fligung zu stellen, in der virtuelle Spieleragenten gegeneinander antreten
konnen. Zu den Spieleragenten sei gesagt, dald diese jeweils eigenstiandi-
ge Programme sein miissen, d.h. sie diirfen nicht iiber gemeinsame Daten
oder dhnliches verfiigen. Sie miissen autonom arbeiten.

3.2 Der RoboCup Monitor

Es soll nun sehr kurz der RoboCup Monitor vorgestellt werden.
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3.2.1 Einfiihrung

Der RoboCup Monitor bietet ein visuelles Interface, welches erlaubt, die
laufenden Spiele anzuschauen und den Fortlauf der Spiele zu kontrollie-
ren. In Verbindung mit dem sogenannten , Logplayer® ist der Monitor sogar
dazu in der Lage, bereits beendete Spiele zu wiederholen. Dies bietet ei-
ne gute Moglichkeit, um das Spielverhalten der Spieler zu analysieren und
gegebenenfalls zu debuggen.

3.2.2 Kommunikation zwischen Server und Monitor

Der Soccerserver und der Monitor kommunizieren mit Hilfe von UDP iiber
Port 6000. Wenn sich der Monitor zum Server verbindet, sendet der Server
jeden Zyklus Informationen seines Environments zum Monitor. Der Server
unterscheidet normalerweise zwischen zwei verwendeten Formaten (versi-
on 1 und 2). Der Server entscheidet anhand der Kommunikationsinitiali-
sierung zwischen Server und Monitor, welches Format zu benutzen ist.

3.3 Der RoboCup Soccerserver

Der Soccer Server ist ein System, welches es mehreren Teams erlaubt, ge-
geneinander im Ful3ball anzutreten. Es gibt keine Regelung dariiber, wie
die Teams zu programmieren sind. Die einzige Vorgabe ist, daf3 die Agen-
ten tiber UDP mit dem Server kommunizieren kénnen. Dies ist der Fall,
da jegliche Kommunikation zwischen dem Server, allen Klienten und dem
Monitor iiber UDP Sockets stattfindet. Jeder Spieler ist ein eigenstandiger
Prozess und kommuniziert mit dem Server iiber eine eigene UDP Verbin-
dung. Nachdem ein Spieler einmal eine Verbindung zum Server aufgebaut
hat, werden alle Informationen iiber diesen Port gesendet. Ein Team kann
aus bis zu 12 Teilnehmer bestehen, davon 11 Spieler (10 Feldspieler und
1 Torwart) und 1 Trainer. Die Spieler senden Anfragen an den Server mit
Informationen iiber die Aktionen die sie ausfithren wollen (z.B. den Ball
schiel3en, sich selber drehen, laufen etc.). Der Server empféangt diese Nach-
richten, arbeitet die Anfragen ab und aktualisiert sein Environment anhand
dieser Anfragen. Zusétzlich versieht der Server die Klienten mit sensori-
schen Informationen (visuellle Daten bezogen auf die Position des Agenten
auf dem Spielfeld, welche Objekte er von dort aus wahrnehmen kann und
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Daten tiiber die Ressourcen des Agenten wie z.B. Stamina (Ausdauer), Ge-
schwindigkeit oder dhnliches). Es ist wichtig zu erwdhnen, dal} der Server

Abbildung 1: SoccerServer Informationsaustausch

( Aktion At)
Zustand S(1) )

SoccerServer
by

als Echtzeitsystem, mit diskreten Zeitintervallen (Zyklen), realisiert ist. Je-
der Zyklus hat eine wohldefinierte Zeitdauer. Aktionen, welche in einem
bestimmten Zyklus ausgefiihrt werden sollen ( Aktionen eines Agenten ),
miissen beim Server im richtigen Intervall ankommen. Folglich hat eine
schlechte Performance von Spielern, wodurch sie eine Aktion verpassen
konnen, einen entscheidenen Einfluf3 auf die Leistung der Mannschaft. Als
Beispiel kann man sich vorstellen: Spieler 1, welcher den Ball fiihrt, will
den Ball an Spieler 2 passen, da dieser zu 100% ein Tor schiessen konnte.
Spieler 1 passt zu Spieler 2 - dieser fithrt jedoch den Torschuss, aufgrund
seiner schlechten Performance nicht aus, stattdessen wird ihm der Ball von
einem gegnerischen Spieler abgenommen.

3.3.1 Klient- Server Kommunikation

Wie bereits erlautert, werden die Informationen zwischen Klienten und
dem Server liber UDP ausgetauscht. Die Befehle werden im Klartext {iber-
mittelt. Die wichtigen Befehle fiir das benutzte Trainingsszenario sind zum
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einen der Turnbefehl und zum anderen der Kickbefehl. Es ist zu beachten,
dal} die Befehle genau in dem folgend angegebenen Format an den Ser-
ver zu schicken sind. Sollten sie dieser Form nicht entsprechen, wird vom
Server eine Fehlermeldung zuriickgegeben.

o (turn < Winkel 0 >): Der Winkel liegt hierbei zwischen —180 und
+180

o (kick < Power >< Winkel € >): Die Power liegt zwischen —100 und
+100. Der Winkel liegt zwischen —180 und +180.

Die oben genannten Maximal- und Minimalwerte kénnen in der Serverkon-
figuration geindert werden, jedoch wire eine Anderung nicht angebracht,
da der Lernagent, welcher spater vorgestellt wird, genau auf diesen Einstel-
lungen beruht. Es sollte bedacht werden, da® diese Variablen stetig sind
und somit eine VergdRerung oder eine Verkleinerung nur wenig Nutzen
haben wiirde.

3.3.2 Die Serverkonfiguration

Die Serverkonfiguration findet iiber eine Konfigurationsdatei statt, welche
pro Benutzer unter /.rcssserver/server.conf abgelegt wird. Aus diesen Kon-
figurationsdateien sollen die wichtigsten Punke fiir das benutzte Trainings-
szenario herausgegriffen werden.

e server::coach_port = 6001 Gibt an, auf welchem UDP Port sich ein
moglicher Coach verbindet

e server::olcoach_port = 6002 Gibt an, auf welchem UDP Port sich ein
moglicher Onlinecoach verbindet.

e server::recv_step = 10 Gibt an, in welchen Zeitabstinden der Server
Befehle von den Agenten entgegen nimmt. Die Zeiteinheit wird in
Millisekunden [ms] angegeben.

e server::send_step = 10 Gibt an, in welchen Zeitabstdnden der Server
visuelle Informationen an die Klienten sendet. Die Zeiteinheit wird in
Millisekunden [ms] angegeben.

e server::send vi_step = 10 Gibt an, in welchen Zeitabstdnden der Ser-
ver Informationen an den Coach sendet. Die Zeiteinheit wird in Mil-
lisekunden [ms] angegeben.
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e server::simulator _step = 100 Zeitintervall der Serverzyklen, wird in
Millisekunden angegeben [ms].

e server::coach = 1 Gibt an, ob ein Coach oder ein Trainer vorhanden
ist - die genaue Beschreibung der Unterschiede erfolgt spater.

o server::fullstate | = 1 Beschreibt, ob der Server genaue Daten iiber
alle Objekte der linken Seite (oder an das linke Team - genaue In-
formationen hieriiber sind leider nicht vorhanden) an die Agenten
senden soll.

o server::fullstate r = 1 Analog wie oben nur bezogen auf die rechte
Seite.

e server::wind_random = 0 Gibt an, ob es einen zufilligen Windfaktor
gibt.

e server::ball rand = 0 Gibt an, ob es eine zuféllige Ballbewegung gibt.

e server::kick rand = O Gibt an, ob es eine zuféillige Bewegung beim
Schiessen des Balles gibt.

e server::player rand = 0 Gibt an, ob der Spieler selbst zufélligen Be-
wegungen unterworfen ist.

e server::visible distance = 100 Gibt die Sichtweite der Spieler an. Wird
in Metern angegeben.

e server::visible angle = 360 Gibt den Sichtwinkel der Spieler an.
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In diesem Kapitel soll das benutzte Trainingsszenario beschrieben werden
und wie das Lernverfahren beim Agenten implementiert wurde. Das Trai-
ningsszenario selber besteht aus 4 Teilen. Es sind dies der Server, der Moni-
tor, der Lernagent und der Trainer. Fiir Server und Monitor wurden bereits
die wichtigen Aspekte beschrieben und so soll an dieser Stelle von einer
nochmaligen ndheren Erlauterung abgesehen werden. Die beiden wichtig-
sten Elemente fiir das Lernen sind der Agent und der Trainer. Der Agent
wird fiir das komplette Lernverfahren benotigt - mit ihm kénnen theore-
tisch alle denkbaren Spielziige gelernt werden. Er wird dabei durch den
Trainer unterstiitzt indem der Trainer ein Trainingsszenario immer und im-
mer wiederholt und dementsprechend die Objekte auf dem Spielfeld hin
und her verschiebt. Zunéachst sollen hier die Ziele des Agenten formuliert
werden und spiter die Aufgaben des Trainers, um den Agenten bei seiner
Aufgabe zu unterstiitzen.

Ziel ist es, dals der Agent mit Hilfe des Observation based RLFs lernt,
einen Ball zu kicken. Dabei steht der Agent immer 40 Meter rechts des
Spielfeldmittelpunktes in Richtung des rechten Tores. Er hat keine Aus-
gangsgeschwindigkeit, nur seine Korperrichtung wird am Anfang einer
jeden Trainingsepisode zuféllig gesetzt. Der Ball wird zuféllig in der so-
genannten ,kickable area“ des Agenten positioniert - dieses Gebiet ist ein
Kreis um den Agenten mit dem Radius von 1, 085m. Um eine Kollision mit
dem Agenten zu vermeiden, was eine Verschiebung des Agenten oder des
Balles von Seiten des Servers zur Folge hétte, ist es nicht gestattet, den
Ball nédher als 0,368m an den Agenten zu positionieren. Diese Grenze von
0, 386m wird auch ,collision area“ genannt. Aufgabe des Agenten ist es nun
mit Hilfe einer vorgegebenen Menge von Aktionen die notigen Aktionen
auszuwahlen, welche den Agenten von einem zufillig ausgewahlten Start-
zustand in einen (oder auch mehrere) definierten Endzustand bringt.

Die validen Startzustdnde sind alle Zustinde in denen der Agent auf
seiner festen Position steht (wie oben bereits beschrieben) und der Ball
sich in dem Raum zwischen der dullersten Grenze der ,kickable area“ und
der duflersten Grenze der ,,collision area“ befindet. Der Ball darf dabei eine
Geschwindigkeit von 0 oder hoher haben. Die eingesetzten Trainingsszena-
rien wurden darauf beschrankt, dal? sich der Ball am Anfang nicht bewegt.
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Giiltige Endzustdnde, sind alle Zustdnde, in denen der Ball sich mit ei-
ner bestimmten Endgeschwindigkeit (die Minimalgeschwindigkeit betragt
hier 0,5m/s. Diese Minimalgeschwindigkeit ist allen Trainingsszenarien
gemein.) in Richtung eines bestimmten Objektes bewegt. In diesen Trai-
ningsszenarien ist das Objekt der Tormittelpunkt. Der Ball darf dabei 7
Meter (Standardeinstellung, jedoch gibt es Szenarien, in denen dieser
Parameter anders gesetzt ist) in beide Richtungen vom Tormittelpunkt
abweichen.

4.1 Anwendung des Observation based RFL beim Agenten

Es wird nun das bereits beschriebene Observation based RFL auf das Ziel
des Lernagenten iibertragen. Hauptsachlich miissen also beim Environment
die Observationen und beim Agenten die Aktionen beschrieben werden.

4.1.1 Daten des Environments

Ins Environment miissen alle fiir das Lernproblem relevanten Daten einflie-
Ren, um eine korrekte Policy zu erhalten. Wie bereits erwdhnt soll gelernt
werden, einen Ball ins Tor zu schiel3en. Auf Seiten des Agenten sollte fest-
gehalten werden, dald der Agent eine Korperrichtung und eine Blickrich-
tung hat - die Blickrichtung ist fiir unser Lernproblem aber nicht relevant.
Es sind folgende Informationen fiir das Lernproblem relevant:

e Der Winkel a zwischen der Koérperrichtung des Agenten und dem Ball.

e Der Winkel 3 zwischen Korper und Zielwinkel (Zielwinkel ist in die-
sem Fall der Winkel zum anzuspielenden Objekt, welches hier der
Tormittelpunkt ist)

e Der Winkel ~, welcher die Bewegungsrichtung des Balles angibt.
e Die Ballgeschwindigkeit vy

Mit diesen 4 Werten la[3t sich der Aufenthaltsort des Balles relativ zum Spie-
ler und zum Objekt, was angespielt werden soll, exakt beschreiben - mehr
Informationen benotigt der Agent nicht, um einen Torschuss auszufiihren.
Da diese Werte jedoch alle stetig sind, miissen sie diskretisiert werden. Es
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Abbildung 2: Veranschaulichung des Ballwinkels

euydly

Agentmittelpunkt Nulllinie f Karperrichtung

werden somit Observationen eingefiihrt. Um herauszufinden, wie die ein-
zelnen Werte diskretisiert werden miissen damit man eine gute Performan-
ce beim Lernen erzielt, kann {iber Probieren oder aber iiber mathematische
Berechnung herausgefunden werden. Es hat sich bei den durchgefiihrten
Tests herausgestellt, dal eine Diskretisierung von 15 Grad pro Winkel zu
einer sehr guten Performance fiihrt. Desweiteren wird die Ballgeschwin-
digkeit in 10 Teilbereiche aufgeteilt. Es muf3 immer abgewogen werden,
wie fein man diskretisiert, da die Diskretisierungen die bestimmenden Fak-
toren fiir den Rechenaufwand und fiir die Performance des Lernagenten
sind. Festzuhalten gilt also: Die Winkel «a, 5 und v werden in 24 Teilbe-
reiche zu je 15 Grad aufgeteilt. Die Geschwindigkeit wird in 10 Bereiche
aufgeteilt: Vball < O,5 | 0,5 < vpat < 1,0 ’ 1,0 < Vpant < 1,5 ’ 1,5 < Vpart <
2.0 ’ 2.0 < vpay < 2,1 | 2,1 < vy < 2,2 ’ 2,2 < vpa < 2,3 ’ 2,3 < vpau <
2,4 | vpau > 2,4. Die Winkel werden von 0 bis 360 Grad jeweils in 15 Grad
Schritten eingeteilt.

4.1.2 Die Aktionen des Agenten

Um auf die eingeteilten Observationen des Environments gut zu reagie-
ren, muld man auch bei den Aktionen eine gute Einteilung entweder durch
Probieren oder aber durch mathematische Berechnung herausfinden. Die
folgende Einteilung wurde zum Designzeitpunkt des Lernverfahrens und
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Abbildung 3: Veranschaulichung des Korperwinkels

elag

Agentmittelpunkt Nulllinie f Ziglrichtung

des Agenten festgelegt - Sie wurde jedoch spéater bei den Trainingsszenari-
en wieder gedndert. Es wird hier zwischen zwei verschiedenen Arten von
Aktionen unterschieden: Zum einen gibt es sogenannte , Turn“ Befehle mit
denen sich der Agent mit seinem Korper drehen kann (d.h. er kann seinen
Korperwinkel dndern) und zum anderen die ,Kick“ Befehle, mit welchen
sich der Ball, wenn er kickbar ist, in eine bestimmte Richtung schieRen
1aBt. Der Aufbau der Befehle ist wie folgt:

e Turn-Befehle: Sie haben ein Argument und zwar einen Winkel §, um
den sich der Agent drehen soll. Dieser wurde in 5 Grad Schritte ein-
geteilt.

e Kick-Befehle: Diese Befehle haben 2 Argumente. Zum einen einen
Winkel ¢, welcher auch hier in 5 Grad Schritte aufgeteilt ist und zum
anderen ein Power Argument, welches einen Bereich von 0 — 100 ein-
nehmen kann und in 10 Bereiche aufgeteilt wird.

4.2 Das UvVA Trilearn Team

Der eingesetzte Lernagent wurde aus dem sogenannten ,UVA Trilearn“
Team weiterentwickelt, welches das RoboCup Soccer Simulation Team der
yntelligent Autonomous Systems Group (IAS)“ [IAS2004] der Universitat
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Abbildung 4: Veranschaulichung des Bewegungsrichtungswinkels

Baill
bezugs Nulllinie
Gamma

Agentmittelpunkt Nulllinie f Karperrichtung

Amsterdam bildet. Das eigentliche UvA Team hat schon viele gute Ergebnis-
se und Platzierungen bei RoboCup Wettbewerben erreicht. Im Jahre 2003
wurde der Basiscode des UvA Lernagenten zum Download [UvA2003] frei-
gegeben. Dieser wurde in seiner Intelligenz beschnitten und enthélt nur
sogenannte ,,Low-Level Skills“. Diese umfassen hauptsachlich einfache Auf-
gaben, wie z.B. den Ball in eine bestimmte Richtung zu schiel3en. Der Basis-
code bietet eine gute Grundlage fiir einen Lernagenten, da er ein gut ausge-
bautes Weltmodell hat, die Kommunikation zwischen Server und Klienten
komplett abdeckt und eine einfache Schnittstelle zur Verfiigung stellt. Das
UvA Trilearn Team enthélt auch ein Trainerpaket, welches essentiell wichtig
fiir das Trainingsszenario ist. Es soll zundchst auf den Trainer eingegangen
werden.

4.2.1 Der Trainer

Zunichst mul$ eine Unterscheidung vorgenommen werden, da es server-
seitig zwei verschiedene Arten von Trainern gibt. Dies sind zum einen die
sogenannten ,Online-Coaches“ und zum anderen die Trainer (wobei die-
se auch Offline-Coaches genannt werden). Der Unterschied besteht darin,
da der Online-Coach bei richtigen Spielen eingesetzt wird - er darf den
Agenten nur Anweisungen geben, nicht aber ins Spielgeschehen eingreifen.
Der Trainer hingegen wird dazu benutzt, die Agenten bei jedweden Lern-
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aufgaben zu unterstiitzen. Er hat die Moglichkeit aktiv ins Spielgeschehen
einzugreifen mit folgenden Aktionen [SoServer]:

e Er kann den Spielmodus setzen (Spielmodi sind z.B. Elfmeter, Eck-
stol$, Halbzeit, ..)

e Er kann Nachrichten an die Agenten verschicken

e Er bekommt rauschfreie Informationen vom Server iiber alle beweg-
lichen Objekte auf dem Spielfeld

e Er kann jedes bewegbare Objekt auf jede beliebige Position auf dem
Spielfeld bewegen

Der Trainer des UvA-Teams ist bereits so weit realisiert, daf} man direkt
den fiir das Trainingsszenario wichtigen Code einbauen kann. Es miissen
fiir ein Trainingsszenario dabei also nur noch die Befehle fiir den Server
implementiert werden, welche die Objekte auf dem Spielfeld gemass des
Trainingsszenarien richtig setzen.

4.2.2 Das Weltmodell des Spielers

Das Weltmodell des Agenten beinhaltet alle Informationen iiber die Objek-
te, welche es auf dem Spielfeld gibt und stellt Methoden bereit, mit denen
sich Informationen iiber diese Objekte abrufen lassen oder sich die Objek-
te manipulieren lassen. Die Informationen, welche im Weltmodell selber
angeboten werden, lassen sich in 4 Gruppen einteilen.

e Environmental Information: Allgemeine Informationen iiber den Soc-
cer Server

e Match Informationen: Infos iiber den Spielstatus

e Objekt Informationen: Informationen iiber alle Objekte auf dem Spiel-
feld, dazu zahlen z.B. Spieler, der Ball, aber auch Flaggenobjekte.
Flaggenobjekte werden dazu benutzt, um z.B. das Spielfeld und die
Tore einzugrenzen, sie bilden also die Eckpunkte fiir bestimmte Ob-
jekte.

e Actions Informations: Informationen {iber die Aktionen, welche vom
Agenten ausgefiihrt wurden.
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Methoden, welche im Weltmodell zur Verfiigung gestellt werden, kon-
nen wie folgt klassifiziert werden:

e Informationen iiber ein Objekt holen: Diese Methoden sind definiert in
der Datei ,WorldModel.c“. Fiir den Lernagenten sind dies die wich-
tigsten Methoden.

e Update Methoden: Diese befinden sich in ,,WorldModelUpdate.c“ und
verarbeiten die sensorischen Informationen - diese Methoden interes-
sieren zundchst nicht, da sie vom Agenten selber aufgerufen werden
und das Weltmodell stetig auf dem neuesten Stand halten.

e Vorhersage Methoden: Die Vorhersage Methoden sind allesamt in der
Datei ,,WorldModelPredict.c* definiert. Mit ihnen kann der Agent be-
rechnen, welche Auswirkung eine bestimmte Aktion auf das Weltmo-
dell haben wiirde.

e High-Level-Methoden: Definiert in ,,WorldModelHighLevel.c“. Beinhal-
tet Methoden, welche z.B. berechnen, ob der Ball fiir einen Torwart
fangbar ist oder nicht. Es gibt im Basiscode nur sehr wenige ,,High-
Level-Methoden“, da wie bereits frither beschrieben, die meisten aus
dem Basiscode entfernt wurden.

4.2.3 Wichtige Datentypen des Weltmodells

Hier werden die wichtigsten Datentypen des Weltmodells vorgestellt und
beschrieben.

e VecPosition: Gibt die Position eines Objektes an. Diese kann je nach
Bedarf karthesisch oder polar dargestellt werden. Die Klasse VecPosi-
tion hat viele mathematische Methoden implementiert um Operatio-
nen wie +, -, * etc richtig auszufiihren.

e AngDeg: Typen Definition fiir Winkel in Grad.
e AngRad: Typen Definition fiir Winkel in Rad.

e Line: Diese Klasse reprasentiert eine Gerade und hat Methoden um
z.B. Schnittpunkte zu berechnen usw.
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4.2.4 Vom Lernagenten verwendete Methoden des Weltmodells

Hier werden die verwendeten Methoden des Weltmodelles nidher vorge-
stellt, welche vom Lernagenten genutzt werden. Wofiir die einzelnen Me-
thoden genutzt werden, soll an dieser Stelle noch nicht erldutert werden.

e getCurrentCylce(): Liefert den aktuellen Serverzyklus der Simulation
zurtick.

e getAgentGlobalBodyAngle(): Liefert den Korperwinkel des Agenten zu-
riick. Dieser ist auf die Nulllinie des Spielfeldes bezogen.

e getRelativeAngle(<Object 0>, <bool b>): Liefert den Winkel zwischen
dem Agenten und dem Object o zuriick. Ist bool b auf 0 gesetzt wird
der Winkel zwischen dem Objekt und dem Nacken des Agenten be-
rechnet, andernfalls zwischen dem Korperwinkel des Agenten und
dem Objekt.

e getBallDirection(): Liefert die globale Bewegungsrichtung des Balles
zurilick. Auch hier ist der Winkel auf die Nulllinie bezogen.

e getBallSpeed(): Liefert die Geschwindigkeit des Balles zurtick.

e getTimeLastRecvSenseMessage: Liefert den Zyklus zuriick, in welchem
der Agent das letzte mal eine sensorische Information vom Server
erhalten hat.

e getConfidence(): Liefert den Wahrscheinlichkeitswert eines Objektes
zuriick. Wenn ein Objekt sich an einer Stelle befindet, sollte dieser
Wert 1,0 betragen. Fiir jeden Zyklus in dem keine neue Information
tiber ein Objekt geliefert wird, sinkt dieser Wert. Da die Position ei-
nes Objektes iiber Partikelfilter bestimmt wird, sinkt die Genauigkeit
der Objektposition mit jedem Zyklus, in dem keine neue Information
eingeht und damit auch der Confidencewert.

e getBallPosition(): Liefert die Vektorposition des Balles zurtick.

e getGlobalPosition(Object o): Liefert die Vektorposition eines Objektes
o zurick.

e getX(): Liefert X-Koordinate einer Vektorposition.
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e getY(): Liefert Y-Koordinate einer Vektorposition.

e getintersection(Linie [): Berechnet den Schnittpunkt zwischen Gerade
1 und der Geraden, iiber welche diese Methode aufgerufen wird. Wert
wird als Vektorposition zuriickgeliefert.

e makeLineFromPositionAndAngle(VecPosition p, AngDeg w): Erstellt ei-
ne Gerade aus dem Punkt p und dem Winkel w.

e makeLinefromTwoPoints(VecPosition p1, VecPosition p2): Erstellt eine
Gerade durch die Punkte p1 und p2.

e isBallKickable(): Priift, ob der Ball fiir den Agenten tretbar ist oder
nicht.

Wozu die weitere Methoden zu gebrauchen sind, ist [Schleginski] zu ent-
nehmen.

4.2.5 Die Problematik der Partikelfilter

Beim Agenten kann ein groBer Storfaktor das Lernen beeinflussen. Durch
eine Mil3konfiguration am Server kann es dazu kommen, dal® der Trilearn-
player zur Bestimmung der Objekte in seinem Weltmodell Partikelfilter ein-
setzt. Wenn in der Server Konfiguration die beiden Optionen fullstate 1=1
und fulllstate r=1 gesetzt sind, kommen keine Partikelfilter zum Einsatz
(Standardeinstellung ist hier 0, also kommen sie standardméf3ig zum Ein-
satz). Werden Partikelfilter eingesetzt, verursacht der Trainer folgendes
Problem: Beim Start einer Trainingsepisode wird vom Trainer schlagartig
die Postion vom Ball gedndert. Da dies stellenweise eine grofle Anderung
der Position darstellt und da diese dariiber hinaus noch entgegen des ei-
gentlichen Bewegungstrendes des Balles gesetzt werden kann, braucht der
Partikelfilter mehrere Zyklen, um die neue Position wieder einigermassen
bestimmen zu konnen. In dem Moment jedoch, wo der Ball versetzt wird,
erhalt der Agent durch den Partikelfilter eine fehlerhafte Vorstellung von
der Position des Balles. Die Fehlerabweichung kann zwar sehr gering sein,
jedoch kann es auch dann ausreichen, um die Vorstellung des Agenten, in
welcher Observation er sich befindet, durcheinander bringen. Aus diesem
Grund sind Partikelfilter beim Lernprozess auf alle Falle auszuschalten!
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4.3 Entwicklung des finalen Agenten

Hier soll dargestellt werden, was zusitzlich zum Basiscode entwickelt wer-
den muflte, um das RFL in den Agenten zu integrieren. Bisher wurden
schon die benétigten Methoden und die Datenstrukturen beschrieben, wel-
che fiir diese Weiterentwicklung notig waren. Nun folgt eine Beschreibung
der RFL Implementierung im UvA Basiscode. Um eine Weiterentwicklung
und eine Implementierung des RFLs moglich zu machen, muf im vorhan-
denen Basiscode eine Methode gesucht werden, welche es ermoglicht, in
jedem Serverzyklus eine Aktion auszufiihren. Dies begriindet sich in der
Tatsache, dafd der Agent in jedem Serverzyklus neue sensorische Informa-
tionen vom Server bekommt. Der Agent wiederum mul$ fiir diese neuen
Daten innerhlab eines Zykluses eine passende Aktion finden. Gliicklicher-
weise gibt es eine Methode, die genau diesen Anspriichen geniigt. Es ist die
Methode ,,Player::deMeer5()“ welche in der Quelldatei ,,PlayerTeams.cpp“
zu finden ist. Die zu dem Basiscode hinzugefiigten Funktionen stehen zu
etwa 90 Prozent in den Dateien rli.h, rli.cpp, PlayerTeams.cpp und Player-
Teams.h. In ihnen findet sich der Quellcode fiir das komplette Lernverfah-
ren.

4.3.1 Grober Ablauf der Lernfunktion

Nachdem der Einsprungpunkt fiir den Lerncode bereits bestimmt wurde
(,,Player::deMeer5()“), wird nun der allgemeine Ablauf des Lernvorgan-
ges beschrieben. Es sollte klar sein, dal® dieser Einsprungpunkt in jedem
Zyklus (gemeint ist hier der Serverzyklus) mindestens einmal aufgerufen
wird. Beim ersten Durchlauf werden die fiir den Lernvorgang wichtigen
Datenstrukturen und Semaphore erstellt und initialisiert. Durch Erstellen
des Agentenobjektes (beinhaltet spater die Policy etc), wird sowohl die
Diskretisierung der Winkel festgelegt als auch die Entscheidung, ob eine
frither bereits generierte Policy geladen oder ob eine neue erzeugt wer-
den soll. An dieser Stelle wird ein Semaphor erzeugt und auf den Wert 1
initialisiert, welcher spiter dazu dient, den Agenten und den Trainer zu
synchronisieren.

Sobald alle Objekte erzeugt sind und der erste reguldare Methodendurch-
lauf gestartet wird, belegt der Agent den Semaphor und gibt ihn erst frei,
sobald die Methode verlassen wird. Dies verhindert, daf3 der Trainer Objek-
te umsetzen kann, solange sich der Agent im Lernvorgang befindet. Diese
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Malnahme zur Synchronisierung des Agenten und des Trainiers ist uner-
lasslich, da ein zu frithes Einsetzen der Traineraktivitit die Daten fiir den
Agenten so sehr verfilscht, da® dieser nicht mehr in der Lage ist, eine kor-
rekte Policy zu lernen.

Ist der Semaphor belegt, beginnt der eigentliche Lernvorgang im Agenten,
welcher sich wie folgt darstellt: Wie weiter oben schon erwéhnt kann diese
Methode, in welcher gearbeitet wird, pro Serverzyklus mehrfach durch-
laufen werden. Da dies regelméllig der Fall ist, miissen alle zuséatzlichen
Durchlaufe abgefangen werden. Es ist hierbei enorm wichtig, dal$ die er-
sten Durchlaufe abgefangen werden, da bei diesen die Informationen, die
der Server sendet, stellenweise sehr ungenau sind und somit unbrauchbar
fiir den Agenten waren. In der Policy, welche bei der Agenteninitialisie-
rung erzeugt wurde, sind alle moglichen Observationen vermerkt, welche
fiir den Agenten von Wichtigkeit sind - es sind noch keine Aktionen zuge-
ordnet und auch gilt noch keine Observation als bereits besucht. Ist eine
Trainingsepisode beendet (zur Erinnerung: eine Trainingsepisode bezeich-
net die Anzahl der Zyklen, welche maximal zur Verfiigung stehen, oder
auch den ,L“Wert) werden, sofern die Episode in einem positiven Endzu-
stand endete, die bisher getroffenen Aktionen beibehalten und alle Obser-
vationen wieder als ,nicht besucht“ markiert. Sollte die Episode in einen
negativen Endzustand kommen, werden die getroffenen Akionen wieder
geloscht und auch hier alle Observationen als nicht besichtigt markiert.

Ist die Trainingsepisode noch nicht beendet, wird in jedem Zyklus gepriift,
ob es fiir die aktuelle Observation bereits eine gespeicherte Aktion gibt - ist
dies der Fall, wird diese Aktion ausgefiihrt und die Observation als besucht
markiert. Ist es nicht der Fall, wird eine zuféllige Aktion ausgewahlt (aus
dem Vektor der zulédssigen Aktionen), diese in der Policy in Verbindung mit
der aktuellen Observation gespeichert und die Observation selber wird als
besucht markiert.

4.3.2 Aufbau der Datenstrukturen

Um den Lerncode besser verwalten zu konnen und um ihn besser vom rest-
lichen Basiscode abgrenzen zu konnen, werden alle wichtigen Daten iiber
die Klasse ,Agent“ verwaltet. Hier sind Informationen iiber die Diskreti-
sierungen der Winkel, welche die Observationen ausmachen, gespeichert.
Die Policy, welche essentieller Bestandteil des kompletten Lernens ist, wird

14. Dezember 2005 29 Arne Usadel



4 DAS LERNVERFAHREN

durch Objekte der Klasse ,PolicyElement“ widergespiegelt. Dabei enthalt
ein ,,PolicyElement“ folgende Teile:

Observation omega: Die Observation, auf die sich die zuséatzlichen In-
formationen beziehen.

SoccerCommand taken: Ein SoccerCommand Objekt, welches die Akti-
on beinhaltet, welche fiir die Observation gespeichert wurde. Hier ist
nur ein Objekt hinterlegt, sofern {iberhaupt eine Aktion gespeichert
ist, anderfalls ist dieser Wert auf , NULL" gesetzt.

bool z: Gibt an, ob in diesem Trainingszyklus diese Observation bereits
einmal besucht worden ist. Ist dies der Fall so ist z = 1, ansonsten ist
z=10

bool d: Bezeichnet, ob die Aktion in diesem Zustand deterministisch
ist und ob sie auch iiber das Ende der Trainingsepisode hinweg ge-
speichert bleibt. Dieser Wert wird dazu benétigt, um beim Lernpro-
zess Zwischenergebnisse ausgeben zu konnen.

Wie zu sehen ist, enthélt ein PolicyElement genau eine Observation
(und die ihr zugehorigen Daten) - in ihr werden die wichtigen Daten des
Weltmodelles gespeichert (welche Daten wichtig sind, wurde an friiherer
Stelle schon einmal erklart und wird hier nicht nochmal aufgegriffen). Die
Observationen, welche in den PolicyElement Objekten abgelegt werden,
sind Elemente der Klasse ,,Observation“. Sie bestehen aus 4 vorzeichenlo-
sen Ganzzahlen, welche da sind:

angleBall: Enthélt den bereits diskretisierten, vorzeichenlosen Wert
des Winkels zwischen der Nullinie und dem Ball.

anlgeBody: Enthélt den bereits diskretisierten, vorzeichenlosen Wert
des Winkels zwischen der Nullinie und dem Agentenkorper

angleVelocity: Enthélt den bereits diskretisierten, vorzeichenlosen
Wert des Winkels zwischen der Nulllinie und der Bewegungsrichtung
des Balles.

velocity: Enthalt den bereits diskretisierten, vorzeichenlosen Wert der
Geschwindigkeit des Balles.
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Die Tatsache, dal$ in den Observationen bereits diskretisierte Werte und
somit nicht mehr die wirklichen Winkelwerte (und der Geschwindigkeits-
wert) stehen, hat den Vorteil, dal$ hierdurch die Observation in ihrer
Grol3e sehr eingeschrankt bleibt. Jedoch macht diese Tatsache es auch von
Noten, eine Abbildungsfunktion zu schreiben, welche sich die Daten aus
dem Weltmodell des Spielers holt und diese in eine Observation umrechnet.

Im Agenten selber, werden die ,PolicyElement“ Objekte in einem Vek-
tor zu der kompletten Policy des Agenten zusammengefal3t. Der Vorteil
eines Vektors ist, da® er eine dynamische Grol3e besitzt, es aber trotzdem
moglich ist, durch eine Arrayindizierung auf die einzelnen Elemente zuzu-
greifen. Alle moglichen Aktionen, die der Agent ausfiihren kann, werden in
einem zweiten Vektor zusammengefal3t. Beim Starten des Lernvorganges
miissen diese beiden Vektoren initialisiert werden. Dies kann entweder
durch eine neue Initialisierung erfolgen, oder durch das Laden einer alten
Policy aus einer Datei werden die Vektoren rekonstruiert.

4.3.3 Abbildung der Observationen

Wie im letzten Abschnitt bereits angedeutet, wird eine Abbildungsme-
thode benotigt, welche die Weltdaten auf die im Agenten festgelegten
Observationen abbildet. Fiir diesen Zweck gibt es die Methode ,int
Agent::getCurrentObservation( WorldModel *WoMo )“, welche sich die
wichtigen Daten aus dem an die Methode {ibergebenen Weltmodell holt.
Die Daten der Winkel und der Geschwindigkeit, welche fiir die Observa-
tion von Wichtigkeit sind, werden anhand der im Agenten festgelegten
Diskretisierung (was die Standarddiskretisierung ist, wurde friiher bereits
beschrieben) auf eine vorzeichenlose Ganzzahl abgebildet. Die Winkel
werden im Weltmodell von —180 bis + 180 Grad dargestellt - als erstes
wird diese Darstellung transformiert in eine Darstellung in den Bereich von
0 bis 360 Grad. Danach wird eine Ganzzahlendivision durch die Diskretisie-
rung durchgefiihrt, was zu dem endgtiltigen Wert fiihrt. Beispiel: Gegeben
sei die Diskretisierung von 20 Grad pro Observation und der Winkel ~ sei
235 Grad. So ist der abgebildete Wert von v namlich A(y) = 235/20 = 11.
Das Symbol / représentiert in diesem Fall die Ganzzahlendivision.

Die Geschwindigkeit des Balles wird auf Werte zwischen 0 und 9 abge-
bildet entsprechend der Intervallsgrenzen welche im Kapitel 4.2.1 bereits
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beschrieben wurden.

Sobald alle diskretisierten Werte vorliegen, werden diese mit den Werten
der Observationen, welche in der Agentenpolicy liegen, verglichen und es
wird die Eintragsnummer aus dem Policyvektor des Agenten zuriickgelie-
fert.

4.3.4 Speicher- und Einlesefunktionen

Um ein unterbrochenes Lernen zu ermoglichen, ist es notwendig, Metho-
den zur Speicherung und zum Einlesen von Policies zu entwerfen. Das Spei-
chern der Policy ist in der Methode ,,void Agent::savePolicy()“ implemen-
tiert. Durch Aufruf dieser Methode werden 2 Dateien erzeugt, zum einen
eine menschenlesliche textuelle Datei (policy.txt) und zum anderen eine
bindre Datei (policy.log), welche zum Wiedereinlesen der Policy verwendet
wird. Es werden alle Policy Elemente mit ihren Observations und den da-
zugehorigen Aktionen (sofern welche vorhanden sind) der Reihe nach in
diese Dateien geschrieben. Ein Eintrag besteht demzufolge aus dem diskre-
tisierten Wert von den drei Winkeln und der Geschwindigkeit. Zusétzlich
wird noch die dazugehorige Aktion gespeichert, welche aus einem Kom-
mandotypen (KICK / TURN) und jeweils einem Parameter beim Turnbefehl
besteht oder aus zwei Parametern bei einem Kickbefehl. Zuséatzlich zu der
Policy wird noch eine Headerinformation gespeichert - aus dieser ist zu
entnehmen welche Diskretisierung bei der gespeicherten Policy verwendet
und wieviele Lernzyklen bisher durchlaufen wurden. In der textuellen Da-
tei wird noch vermerkt, wieviel gute und wieviele schlechte Lernausgiange
es bisher gegeben hat - diese Werte konnen zur Berechnung der Lernper-
formance herangezogen werden.

4.3.5 Der Trainer dieses Trainingsszenarios

Um dem Agenten das Lernen zu ermoglichen, wird ein Trainer benotigt, der
den Agenten und evtl auch andere Objekte zu Beginn jeder Trainingsepi-
sode, gemafd den Auflagen den Trainingsszenarios, positioniert. Um dies
zu bewerkstelligen, wertet der Trainer den Semaphor des Agenten aus, um
sich mit diesem zu synchronisieren. Dannach positioniert er zu Beginn je-
der Trainingsepisode, den Agenten 40 Meter in Richtung des rechten To-
res (bezogen auf den Spielfeldmittelpunkt). Die Korperrichtung des Agen-
ten wird vom Trainier zufillig gesetzt. Zusatzlich wird der Ball zufillig in
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einen Ring um den Agenten gesetzt, dessen Aufden- und Innenrand durch
die ,kickable area“ und durch die ,collision area“ des Agenten beschrieben
wird. Die Ballgeschwindigkeit kann einen Wert > 0 aufweisen. Diese Wer-
te sind durch ,,Defines“ im Coach-Quellcode festgelegt und konnen fiir die
einzelnen Trainingsszenarien angepalst werden. Die Zufallszahlen, welche
der Trainer (und auch der Agent) benutzt, werden durch den Marsenne
Twister berechnet [Marsenne].

4.3.6 Realisierungsprobleme

Hier werden die grof3ten Probleme beschrieben, die vermuteten Ursachen
und wie sie behoben wurden. Zu allererst sei festgestellt, daf3 diese Proble-
me ausschlieRlich die Synchronisation und den Datenaustausch zwischen
Server, Agent und Trainer betrafen. Als primére Fehlerindikation war zu
bemerken, dal’ die Daten iiber den Zustand des Systems (also z.B. die Po-
sition bestimmter Objekte wie beispielsweise des Balles), fehlerhaft beim
Agenten ankamen. Sie hinkten entweder dem tatsédchlichen Zustand des
Systems um einige Zyklen hinterher oder aber die Werte selber hatten eine
Abweichung von iiber 4/ — 50%. Solche stark verfélschten Werte sind fiir
das Lernen eine nicht hinzunehmende Fehlerquelle, da durch abweichen-
de Daten eine Abbildungsfunktion, welche Zustinde auf Observationen
abbildet, vollig unterschiedliche Observationen fiir eigentlich gleiche Zu-
stinde zuriickliefern kann. Durch die dadurch zustande kommende , Ab-
bildungswillkiir kam es im friithen Entwicklungsstadium dazu, daf} die
Policy des Agenten willkiirlich irgendwelche Aktionen lernte, welche nur
aufgrund einer Fehlabbildung in einen Endzustand gekommen waren. Wei-
terhin wurden auch durch die ,,Abbildungswillkiir“ bereits richtig gelernte
Observation- Aktionspaare wieder verlernt. Schluendlich hatte dies zur
Folge, dafd sowohl die Lerneffektivitédt als auch die Lernperformance (was
damit gemeint ist, wird im ndchsten Kapitel erklart) sehr schlecht waren.

Nachfolgend werden die vermeindlichen Fehlerursachen in chronologisch
aufgetretener Reihenfolge beschrieben.

4.3.6.1 UDP-Problem Durch die Fehlerindikation, daf} haufig Daten
vom Server nicht in das Weltmodell des Spielers eingingen, war eine der
ersten vermuteten Fehlerursachen, daf} das UDP Subsystem die Daten nicht
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verldsslich auslieferte. Bei der Kommunikation mit Hilfe von UDP zwischen
Server und Klient erhilt keine der beiden Seiten eine Information dar-
iber, ob die gesendeten Datenpakete angekommen sind oder nicht (UDP ist
ein Datagrammprotokoll). Zur Fehleriiberpriifung wurde der Datenverkehr
zwischen Server und Klient aufgezeichnet und ausgewertet. Nach einer ge-
nauen Priifung des Aufbaus der Datenpakete und deren Anzahl war Kklar,
dal} die Informationen nicht im UDP Subsystem verloren gehen. Weiterhin
lagen auch keine sogenannten ,,Source quench messages“ vor, welche auf
ein Verlorengehen der Datenpakete hingedeutet héatten.

4.3.6.2 Desynchronisation zwischen Agenten und Trainer Da die
Fehlerindikation immer noch persistent war, wurde eine zeitliche Desyn-
chronisation zwischen dem Trainer und dem Agenten vermutet. Solch eine
Desynchronisation hétte zur Folge, dal} sich der Lernablauf verschiebt und
es z.B. passieren konnte, dald der Agent mitten in einer Trainingsepisode
vom Trainer auf einen neuen Startzustand gesetzt wird. Es miildte also si-
chergestellt werden, dal3 eine Trainingsepisode vom Trainer begonnen wird
und danach immer abwechselnd der Trainer und der Agent zum Zuge kom-
men. Dies wurde durch die Einfithrung eines Semaphores bewerkstelligt -
er stellt sicher, dal} die beiden Prozesse synchron laufen. Genau diese Er-
ganzung brachte einen guten Fortschritt in Bezug auf die Qualitit der Daten
des Agenten.

4.3.6.3 Anpassung Serverparameter Um eine weitere Verbesserung
der Agentendaten zu erzielen, wurden auf Serverseite die Parameter so
angepaldt, daf} kein Rauschen in den Daten mit iibermittelt wird. Weiter-
hin wurde eingestellt, daf} sensorische Informationen 10 mal pro Zyklus
an den Agenten iibermittelt werden. Entgegen der angestellten Vermutun-
gen, brachten diese Anderungen keinerlei Verbesserungen bei den Daten
des Agenten.

4.3.6.4 Erhohung der Serverzyklen Es lag die Vermutung nahe, dal}
durch eine kurze Zyklendauer, der Agent zu viel Rechenzeit in Anspruch
nimmt und somit nicht in der Lage ist, die Informationen, welche er vom
Server bekommt, zu verarbeiten. Um diese Moglichkeit auszuschlief3en,
wurden die Serverzyklen verldngert. Doch auch diese Anpassung brachte
keine Verbesserung der Informationen des Agenten.

14. Dezember 2005 34 Arne Usadel



4.3 Entwicklung des finalen Agenten

4.3.6.5 Datentriigheit Nach den oben stehenden Anderungen war nun
zu erkennen, daf} die Informationen am Agenten zu einem bestimmten
Grad zeitverzogert ankamen. Diese Tragheit konnte von einem Partikelfil-
ter im Agenten ausgehen (siehe auch Abschnitt ,,Die Problematik der Par-
tikelfilter). Um dies zu priifen, wurde ein sogenannter ,FADE IN“ und ein
,FADE_OUT*“ eingefiihrt. Diese sorgen am Anfang und am Ende einer Trai-
ningsepisode dafiir, dal der Partikelfilter eine bestimmte Anzahl an Zyklen
Zeit bekommt, sich auf die neuen Informationen anzupassen. Diese Ande-
rungen brachten tatsichlich eine betrachtliche Verbesserung der Daten -
jedoch nur am Anfang einer Trainingsepisode. Sobald sich die Daten in-
nerhalb einer Trainingsepisode verdnderten, waren die Daten wieder sehr
ungenau. Weiterhin brachten diese Anderungen einen extremen Nachteil
mit sich, da am Anfang und am Ende einer jeder Trainingsepisode gewar-
tet wurde, kam es zu einer Verdreifachung der Lernepisodendauer.

4.3.6.6 Partikelfilter Nach den vorangegangenen Verbesserungen und
Ergebnissen, lag die Losung fiir die Probleme auf der Hand: Der Partikel-
filter auf der Agentenseite mufdte abgeschaltet werden. Jedoch gibt es auf
Agentenseite keine Moglichkeit den Partikefilter auszuschalten und man-
gels Dokumentation wére es in annehmbarer Zeit auch nicht moglich ge-
wesen dies durch eine Umprogrammierung des Agenten zu erreichen. Wei-
ter Experimente an der Serverkonfiguration deckten eine Moglichkeit auf:
Durch Setzen der beiden Serverkonfigurationsflags ,fullstate r“ und , full-
state | “ auf 1 schaltet der Agent automatisch seinen Partikelfilter aus und
hat so genau die Informationen, die der Server iibermittelt. Nachdem der
Partikelfilter ausgeschaltet war, wurden ,,FADE IN“ und ,FADE OUT“ wie-
der aus dem Code genommen, um eine Steigerung der Performance zu
erreichen. Durch das Ausschalten des Partikelfilter ergaben sich im Nach-
hinein jedoch weitere Probleme: So wird durch das Ausschalten bewirkt,
dal} viele Methoden zur Positionsbestimmung nicht mehr zur Verfiigung
stehen und so mufdten diese durch neue ersetzt werden.
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5 Lernverhalten und Leistungsfahigkeit

In diesem Kapitel werden das Lernverhalten und die Leistungsfahigkeit des
vorgestellten Verfahrens an verschiedenen Trainingsszenarien vorgestellt.
Es werden mehrere Parametrisierungen durchgegangen (wovon jede einem
Trainingsszenario entspricht) und untersucht, ob sich ein Trend hin zu ei-
ner Optimalitit ergibt. Optimal heil3t in diesem Fall, da® der Performan-
cewert eines Trainingsszenarios moglichst maximal und die Lerneffizienz
moglichst hoch sein soll. In diesen Trainingsszenarien werden verschiede-
ne Lernagenten dazu gebracht, eine moglichst optimale Policy zu erlernen.
Die Lerneffizienz und die Performance der Policies in den einzelnen Szena-
rien wird aufgezeichnet und untersucht. Weiterhin soll spater versucht wer-
den, bereits gelernte Policies in leicht verdnderten Szenarien einzusetzen.
Ein Trainingsszenario wird im wesentlichen durch zwei Faktoren bestimmt.
Dies ist zum einen ein Set an Parameteren des Agenten und des Trainers (
und in zweiter Linie auch die Parameter des Servers, diese sind jedoch tiber
alle Trainingsszenarien gleich und wurden bereits beschrieben ) und zum
anderen die bei diesem Parameterset erlernte Policy. Zum Schluss soll das
Lernverhalten der hier verwendeten Lernmethode, mit einer Q-Learning
Methode verglichen werden [CDoeven].

5.1 Szenario- und Auswertungsbeschreibung

Es wird nun beschrieben, welche Parameter auf Trainer- und Agentensei-
te zu einem Szenario gehoren, und wie die Auswertungen der gelernten
Policies erfolgen.

5.1.1 Parametersets

5.1.1.1 Trainer Parameterset Der Parameterset des Trainers besteht
aus folgenden Einstellungsmoglichkeiten:

e STEPS PER TRIAL: Bezeichnet die Linge einer Lernepisode, ent-
spricht dem L-Wert des eigentlichen Observation based RFL.

e FADE IN: Mittlerweile ein nicht mehr benoétigter Wert, er gab an, wie-
viele Zyklen vor dem Start einer Trainingsepisode gewartet werden
soll( damit sich die Informationen des Partikelfilters gléatten)
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e FADE OUT: Aquivalent zu FADE_IN jedoch am Ende einer Lernepiso-
de.

e RADIUS: Bezeichnet den Radius der ,kickable area“des Agenten.

e MIN RADIUS: Bezeichnet die Grol3e der ,,collision area“des Agenten.
Bildet zusammen mit RADIU S die Innen- und Aul3enbegrenzung ei-

nes Ringes um den Agenten, in welchem der Ball positioniert werden
darf.

e MAX VELOCITY: Gibt die maximale Geschwindigkeit an, mit der sich
der Ball in einem Startzustand bewegen darf. Auch wenn hier als Wert
0 angegeben wurde, ist es moglich, daf3 sich der Ball innerhalb einer
Lernepisode bewegt - er hat nur am Anfang keine Ausgangsgeschwin-
digkeit

e DISTANCE: Gibt an, auf wieviel Meter rechts vom Spielfeldmittel-
punkt der Agent positioniert wird.

e BODYANGLE: Gibt an, um wieviel Grad der Korperwinkel nach links
und rechts, gesehen von der Nulllinie aus, abweichen darf.

Wie zu sehen ist, gibt es bereits auf der Trainerseite eine Vielzahl an Para-
metern, welche den Lernvorgang mehr oder weniger beeinflussen konnen.
Ein Vorteil ist vor allem, dal} man gezielt durch das Justieren der Parame-
ter MAX _RADIUS, MAX VELOCITY, BODY ANGLE den Zustands-
raum des Agenten einschrinken kann und so durch ein erneutes Nachju-
stieren den Zustandsraum schrittweise vergrof3ern kann. Das kann dazu
fiihren, dal} der Agent fiir einen Teil seines eigentlichen Zustandsraum be-
reits eine mehr oder weniger optimale Policy lernt - nach und nach wird
dann der Zustandsraum vergroldert. Dies kann unter bestimmten Umstan-
den dazu fiihren, dal} der eigentliche Lernprozess beschleunigt wird. Je-
doch sollte bedacht werden, daf} auch genau das Gegenteil eintreten kann
- dann es ist moglich, daf3 eine Policy fiir den vom Trainer eingeschrankten
Zustandsraum zwar optimal sein kann, dies fiir den grof3eren Zustands-
raum jedoch nicht mehr ist. Es wiirde also dazu fiihren, daf3 bei jeder Ver-
groerung des Zustandraumes ein nicht zu vernachlassigender Teil der Po-
licy neu gelernt werden muf3. Genau dieses Verhalten war bei einigen Trai-
ningsszenarien zu beobachten, nach jeder Vergrof3erung war zu bemerken,
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daR die Zahl der bis dato gelernten Zustand-Aktions Paare abnahm. Bei an-
deren Trainingsszenarien war dies nicht zu beobachten - es bleibt also noch
offen zu priifen was genau die Abnahme beeinfluf3t und was nicht.

5.1.1.2 Agenten Parameterset Im Gegensatz zu dem Parameterset des
Trainers, hat das Set des Agenten mehr Einstellungsmoglichkeiten. Es be-
steht aus den folgenden Parametern:

e MAX STEPS PER TRIAL: Bezeichnet, wie lang die Trainingsepisode
ist - diese mul$ auf den gleichen Wert gesetzt sein wie beim Trainer,
da sich sonst diese beiden Prozesse nicht richtig synchronisieren und
somit ein erfolgreiches Lernen nicht mehr moéglich ist.

e FADE IN: Siehe FADE IN des Trainers.
e FADE OUT: Siehe FADE OUT des Trainers.

e SEND PER _STEP: Wie friiher bereits erwdhnt, werden die sensori-
schen Informationen laut Serverkonfiguration 10 mal pro Zyklus an
den Agenten gesendet. Dieser Wert gibt an, bei welchem Zeitschritt
diese Informationen abgegriffen werden - er mu/$ kleiner sein als der
Wert in der Serverkonfiguration, da die Informationen nicht immer so
oft beim Agenten eingehen, wie sie es laut Serverkonfiguration miif3-
ten.

e MIN SPEED: Gibt an, welche Geschwindigkeit der Ball besitzen muf3,
wenn er die ,kickable area“ verlal3t. Es ist also ein Teil der Definition
eines positiven Endzustandes.

e Diskretisierung von «: d(«): Diskretisierung des Winkels a. Was dieser
Winkel ist, wurde bereits in einem fritheren Kapitel beschrieben

e Diskretisierung von [3: d(3): Diskretiserung des Winkels 5. Die Bedeu-
tung wurde friiher beschrieben.

e Diskretisierung von ~y: d(v): Diskretisierung des Winkels ~. Die Bedeu-
tung wurde frither beschrieben.

e Diskretisierung von vy, d(vee) : Diskretisierung von der Geschwin-
digkeit vy, Wurde friiher bereits beschrieben.
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e Diskretisierung von d: d(9): Disrkretisierung des Winkels 6. Wurde frii-
her bereits beschrieben.

e Diskretisierung von e: d(¢): Diskretisierung des Winkels e. Wurde frii-
her bereits beschrieben.

e Diskretisierung von py;cx: d(pricr): Diskretisierung der Kickpower. Wur-
de friiber bereits beschrieben.

e Torbreite: Gibt die Breite des Tores an, auf das geschossen werden
soll. Das normale Tor ist knapp iiber 7 Meter in beide Richtungen
vom Tormittelpunkt aus breit.

5.1.2 Lerneffektivitat

Hier wird nun das Verfahren beschrieben, welches dazu benutzt wurde,
um die Lerneffektivitit des Trainingsszenarios zu messen. Als Lerneffekti-
vitdt wird die Menge der gelernten Zustands(Observation)- Aktionspaare
bezeichnet zu einem beliebigen Zeitpunkt ¢,,. Zu diesem Zweck wird alle
5000 Zyklen die Anzahl der gelernten Aktionen aufgezeichnet und abge-
speichert. Zeichnet man iiber einen ldngeren Zeitraum immer wieder die
gelernten Aktionen auf, so ergibt sich eine Kurve, welche die Effektivitat
des Trainingsszenarios widerspiegelt. Es sollte bedacht werden, daf} die
oberste Grenze der gelernten Aktionen nicht der Anzahl der Observationen
entspricht, da sich in den hier vorgestellten Szenarien der Ball am Anfang
nicht bewegt. Die Observationen, in denen sich der Ball bewegt, konnen in
diesem Fall nur dann besucht werden, wenn der Agent eine Aktionskette
lernt und somit in eine Observation mit einer Ballgeschwindigkeit tiber-
geht. Sollte der Agent jedoch fiir jeden Startzustand genau eine Aktion
lernen, welche ihn direkt in einen positiven Endzustand bringt, so kommt
es dazu, daf3 nicht fiir alle Observationen Aktionen gelernt werden. In Ab-
bildung 5 ist eine 2 dimensionale Abbildung des eigentlich hoherdimen-
sionalen Observationraumes des Agenten zu sehen. Dabei entspricht der
komplett schwarze Kreis den Observationen, in denen der Ball ruht und
der Ring um den schwarzen Kreis reprasentiert die Observationen, in de-
nen der Ball eine Geschwindigkeit hat. Gebe es nun eine Aktion, welche
aus allen Observationen, die in dem schwarzen Kreis liegen, den Agenten
in einen positiven Endzustand fiihren, so wiirden keine Aktionen fiir die
Observationen in dem dulleren Ring gelernt (weil sie keine Startzustdnde
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Abbildung 5: Problematik Lerneffektivitat
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sind und weil keine Aktionskette iiber sie fithren konnte). Dies wiirde da-
zu fiihren, da® nur fiir einen Teil aller moglicher Observationen Aktionen
bekannt wiirden - dies reicht trotzdem aus, um in genau diesem Trainings-
szenario den Agenten verlal3lich in einen positiven Endzustand zu bringen,
so fern keine weiteren Startzustinde hinzukommen. Bei wieviel Prozent
von den gesamten Observationen diese Grenze genau liegt, 14(3t sich nicht
vorhersagen.

5.1.3 Performance

Als die Performance bezeichnet man das Verhéltnis zwischen bekannten Ak-
tionen, welche in einen positiven Endzustand iibergehen und solche die in
einen negativen Endzustand iibergehen. Es wird immer tiber 5000 Zyklen
aufgezeichnet, ob gespeicherte Aktionen in positive oder negative Endzu-
stande {ibergehen und am Ende das Verhaltnis der beiden Werte abgespei-
chert. Es ergibt sich eine Kurve, welche zu Zeitpunkten ¢ die zugehorigen
Performancewerte P(t¢) abbildet. Es hat sich herausgestellt, daf® gute Poli-
cies Performancewerte von iiber 95% haben kénnen.
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5.1.4 Verteilungsmessung

Gibt es in einem Trainingsszenario bereits eine Policy, welche einen Grol3-
teil der besuchbaren Observationen abdeckt, lohnt es sich eine Verteilungs-
messung durchzufiihren. Es sei angemerkt, dal’ die Policies auf eine be-
stimmte Torbreite trainiert worden sind. So ist das Tor im Standardfall
z.B. 14 Meter breit. Bei der Verteilungsmessung wird, sobald der Ball die
ykickable area“ des Agenten verlassen hat der Schnittpunkt zwischen der
Bewegungsrichtung des Balles und der Torlinie (des rechten Tores) be-
rechnet. Von diesem Schnittpunkt wird jeweils der vorzeichenbehaftete Y-
Koordinaten Wert gespeichert und zur Erstellung der Verteilungsfunktion
benutzt. Es werden dann die Verteilungsklassen eingeteilt und die relativen
Verteilungen berechnet. Diese werden dann in einem Verteilungsgraphen
eingezeichnet. Die Verteilungsmessung gibt also die prozentualen Werte
an, bei welchem Y-Wert der Ball das Tor treffen wird.

5.2 Die Trainingsszenarien

In diesem Abschnitt werden nun die einzelnen Trainingsszenarien vorge-
stellt und zu diesen Szenarien jeweils Tests durchgefiihrt. Es soll dadurch
ein Trainingsszenario ermittelt werden, welches eine moglichst optimale
Policy erreichen kann. Diese Policy wird dann nicht nur bei dem Ursprungs-
szenario getestet, sondern auch in anderen Szenarien - jedoch wird bei die-
sen Szenarien nicht die Diskretisierung gedndert sondern vielmehr z.B. die
Torbreite. Ob bereits gelernte Policies auch auf Szenarien anwendbar sind,
welche eine andere Diskretisierung haben, bleibt immer noch zu priifen.
Es werden im Folgenden jeweils die Szenarienparameter vorgestellt und
daran anschlief3end dann die entsprechenden Tests.

5.2.1 Die 12x36 Welt - Teil 1

Die Trainingsszenarien, die vorgestellt werden, werden immer in drei Teile
gegliedert. Bei einigen kommt noch ein vierter Teil hinzu. Es wird grund-
sdtzlich mit den Referenzparametern begonnen, da diese den Aufbau des
Trainingsszenarios beschreiben. Dannach folgen dann die Lernperformance
und die Lerneffektivitét - beides sind Graphen welche die Leistungsfahig-
keit des jeweiligen Trainingsszenarios am besten beschreiben. Die Uber-
schrift soll mit ihrer Bezeichnung die wichtigsten Eckpunkte des Trainings-
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szenarios wiedergeben, so bezeichnet die erste Ziffer die Diskretisierung
der Winkel der Observationen und die zweite Ziffer bezeichnet die Diskre-
tisierung der Aktionswinkel.

5.2.1.1 Die Referenzparameter Zundichst soll ein Blick auf die Parame-
ter geworfen werden, welche das Szenario beschreiben. Wie zu erkennen

Abbildung 6: Referenzparamter der 12x36 Welt - Teil 1

Trainer / Agent | Parameter Wert
T STEPS PER TRIAL 4

T FADE IN 0

T FADE OUT 0

T RADIUS 1,085
T MIN RADIUS 0,386
T MAX VELOCITY 0

T DISTANCE 40

T BODYANGLE 180
A MAX STEPS PER TRIAL | 4

A FADE IN 0

A FADE OUT 0

A SEND PER STEP 10

A MIN SPEED 0,5
A d(a) 12

A d(j) 12

A d(7) 12

A d (Uball) 10

A d(0) 12

A d(e) 36

A d(Prick) 10

A Torbreite 14

ist, ist die Diskretisierung der Observationswinkel noch sehr grob und so-
mit ist auch der Zustandsraum selber noch sehr klein. Es gibt insgesamt
123 % 10 = 17280 verschiedene Observationen und 12 + 36 * 10 = 372 ver-
schiedene Aktionen. Es stellt sich die Frage, ob es mit dieser Diskretisierung
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eine gute Performance geben kann und ob diese Performance spater auch
gehalten werden kann.

5.2.1.2 Lernperformance LiaB3t man fiir dieses Traininsszenario eine
Policy erlernen, so ergibt sich die Lernperformance wie im folgenden Gra-
phen zu sehen ist: Es ist zu erkennen, dal} bereits ab etwa 80.000 Zyklen

Abbildung 7: Lernperformance der 12x36 Welt - Policy 1
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die Policy einen Performancewert von iiber 50% aufweisen kann. Berech-
net man eine lineare Anndherungsfunktion fiir die Funktion der Perfor-
mance, so ergibt sie sich zu y = 0,0002z + 29,732. Es ist klar, daf} die-
se Funktion offenbar nur fiir die ersten 100.000 Schritte gilt, da anson-
sten bei gleichbleibender Steigung eine Performance von iiber 100% er-
reicht werden konnte. Lost man die Gleichung nach x auf, ergibt sich:
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5000 * y — 148660 = x. Dies wiirde bedeuten, daf’ eine Performance von
100% bei 5000 * 100 — 148660 = 351340 Zyklen erreicht ware. Aus spateren
Trainingsszenarien ist jedoch bekannt, da® eine Performance von 100% nur
in sehr gut ausgewdhlten Trainingsszenarien moglich ist. Um zu tiberprii-
fen, ob es bei anderen Policies auch lineare Anndherungsfunktionen gibt,
welche im gleichen Trainingsszenario trainiert wurden, soll die Performan-
ce einer weiteren Policy (es handelt sich um eine weitere Policy - alle Pa-
rameter sind gleich geblieben) betrachtet werden: Wie auch hier zu sehen

Abbildung 8: Lernperformance der 12x36 Welt - Policy 2
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ist, hat die Performance auch in diesem Fall eine lineare Anndherungsfunk-
tion, jedoch ist diese im Vergleich zur letzten Policy bereits etwas steiler.
Berechnet man hier die lineare Anndherungsfunktion der Performance so
ergibt sich y = 0,0003z + 25,997. Beachtlich ist bei beiden Graphen, daf}
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bei der Performance in beiden Féllen ein linearer Trend zu beobachten ist -
es bleibt jedoch fraglich, ob dies bis zu einer 100%en Performance erhalten
bleibt. Es ist vermutlich eher anzunehmen, daf} die Funktion sich einem
Maximalwert anndhern wird, welcher zwischen 80 und 100% liegt. Dies ist
bisher eine reine Spekulation, jedoch haben andere Testlaufe gezeigt, daf3
der Grenzwert oft im Bereich oberhalb von 90% liegt. Betrachtet man beide

Abbildung 9: Lernperformance 12x36 Welt - Ein Vergleich
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Performancegraphen in einem Schaubild, so ist deutlich zu sehen, daf bei-
de Graphen sehr nah beieinander liegen. Es liegt also die Vermutung nahe,
dal} zumindestens im Bereich bis 200 000 Zyklen die Anndherungsfunktio-
nen linear bleiben.
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5.2.1.3 Verteilungsmessung Nachfolgend sollen die Verteilungsmes-
sungen der beiden bisher bekannten Policies auf ein 14 Meter breites Tor
betrachtet werden. Fiir die Verteilungsmessung wurden nur solche Schiis-
se aufgezeichnet, welche auch wirklich das Tor getroffen hétten, d.h. alle
Aktionen, welche in einen negativen Endzustand fithren, sind nicht in die-
ser Verteilungsmessung aufgenommen. Auf der X-Achse sind die Y-Werte
aufgetragen, welche den Schnittpunkt des Balles mit der Torlinie repréasen-
tiert. Der Wert 0 stellt hier also den Tormittelpunkt dar. Negative Werte
stellen den Bereich unterhalb des Tormittelpunktes dar und positive Werte
liegen oberhalb des Tormittelpunktes. Bei dieser Verteilung ist zu sehen,
dal} die Aul’enbereiche (gemeint sind die Bereiche, die ndher am Torpfo-
sten als am Tormittelpunkt liegen) des Tores selten getroffen werden und
sich oberhalb vom Tormittelpunkt ein absolutes Treffermaximum heraus-
bildet. Ansonsten ist die Verteilung im Innenbereich des Tores etwa gleich
verteilt. Auch bei der Verteilung der zweiten Policy, ist die Wahrscheinlich-

Abbildung 10: Verteilungsmessung der 12x36 Welt - Policy 1
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keit fiir das Treffen der Aullenbereiche des Tores eher unwahrscheinlich. Es
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bildet sich auch hier wieder ein absolutes Maximum an einer Stelle, wel-
che iiberhalb vom Tormittelpunkt liegt, heraus. Ebenfalls herrscht auch hier
wieder fast eine Gleichverteilung in den Klassen, welche im Innenbereich
des Tores liegen. Vergleicht man die beiden Verteilungsmessungen so féllt

Abbildung 11: Verteilungsmessung der 12x36 Welt - Policy 2
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auf, dald sie fast identisch sind. Bei beiden Verteilungen bildet sich ein ab-
solutes Maximum in den inneren Gebieten oberhalb des Tormittelpunktes
heraus. Dies kann mehrere Ursachen haben. Eine mogliche Erklarung wére
es, dal die beiden Maxima vollig zufdlig entstanden sind - jedoch scheint
dies wenig plausibel, da beide Verteilungskurven fast identisch sind.
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Abbildung 12: Verteilungsmessung der 12x36 Welt - Ein Vergleich
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Eine weitere mogliche Erklarung ware, dal$ die Verschiebung durch Ak-
tionsketten zustande kommt - dies steht noch zur Priifung aus.
Zur Aufklarung, ob diese Maxima zuféllig entstanden sind, soll ein Blick
auf die Startzustandsverteilung die der Trainer setzt geworfen werden. In
diesen beiden Graphen wurde aufgezeichnet, wie der Trainer den Agenten
auf dem Spielfeld positioniert. Jeder Datenpunkt im dargestellten Graphen
entspricht den Koordinaten von jeweils einer Positionierung. Sollte bei der
Trainerpositionierung eine Gewichtung in eine bestimmte Richtung fest-
stellbar sein, so ware dies eine mogliche Erklarung fiir die Verschiebung der
Maxima bei der Verteilungsmessung. Schaut man sich nachfolgend jedoch
die beiden wichtigsten Positionierungen an, einmal die Positionierung mit
0, 8m Radius und einmal mit 1, 085m Radius fallt auf, dal® beide eine Hau-
fung nahe der Y-Nullinie sowohl in Richtung des Tores als auch in Richtung
der Mittellinie haben. Zusatzlich hat die Verteilung in Abbildung 13 noch
Haufungen im oberen und unteren Bereich des Positionierungsringes. Bei
beiden Positionierungsgraphen ist der Massenschwerpunkt der Messpunk-
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Abbildung 13: Verteilung der Startzustdnde, max 0,8 Meter rund um den
Agenten
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te jedoch jeweils genau in der Mitte des Ringes (dort wo der Agent steht),
d.h. es sollte keine Bevorzugung der Zufallszahlen in eine bestimmte Rich-
tung geben. Damit ist praktisch ausgeschlossen, dal$ sich die Verschiebung
beim Verteilungsgraphen zuféllig ergeben hat. Weitergehend wurde unter-
such, ob die gelernten Aktionen der beiden Policies einen positiven oder
negativen Winkelwert bevorzugen. Bei den Policies stellte sich heraus, dal}
Aktionen mit positivem Winkel bevorzugt werden (Policy 1: positive Aktio-
nen 1158, nagative 1036, Policy 2: positive Aktionen 1039, nagative 892).
Dies kann eine mogliche Erklarung fiir das verschobene Maximum bei der
Verteilungsmessung sein. Andererseits mul} dies keine Erklarung sein, da
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Abbildung 14: Verteilung der Startzustdnde, max 1,085 Meter rund um den
Agenten
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die Aktionen genau so angeordnet sein konnen, dal} sie beim Treffen ins
Tor eine Gleichverteilung erzeugen.
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5.2.2 Die 12x36 Welt - Teil 2

Abbildung 15: Referenzparameter der 12x36 Welt - Teil 2

Trainer / Agent | Parameter Wert
T STEPS PER TRIAL 4

T FADE IN 0

T FADE OUT 0

T RADIUS 1,085
T MIN RADIUS 0,386
T MAX VELOCITY 0

T DISTANCE 40

T BODYANGLE 45

A MAX STEPS PER TRIAL | 4

A FADE IN 0

A FADE OUT 0

A SEND PER STEP 10

A MIN_SPEED 0,5
A d(a) 12

A d(f) 12

A d(7) 12

A d (Uball) 10

A d(0) 12

A d(e) 36

A d(Prick) 10

A Torbreite 14

5.2.2.1 Die Referenzparameter Wie zu sehen ist, hat sich bei diesem
Szenario nur etwas an der Positionierung des Trainiers gedndert. Es wird
der Korperwinkel vom Agenten in den Startzustinden nur jeweils um 45
Grad in beiden Richtungen gedreht - somit fallt ein Grol3teil der Startzu-
stinde weg. Mit den Startzustdnden fallen auch einige Observationen weg,
welche nun nur noch sehr unwahrscheinlich besucht werden. Dies ist dar-
auf zuriickzufiihren, daf einige Observationen nur durch Aktionsketten er-
reicht werden konnen (jene z.B. in denen der Ball eine Geschwindigkeit
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hat). Bei diesem Parameterset sind jedoch nur Aktionsketten bis zu maxi-
mal 4 Aktionen moglich.

Abbildung 16: Lernperformance der 12x36 Welt - Policy 3
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5.2.2.2 Lernperformance Es la3t sich zwar auch hier eine lineare An-
ndherungsfunktion bestimmen zu y = 0,0002x + 63, 837. Unschwer zu er-
kennen ist jedoch, da® der Graph sich einem Grenzwert von etwa 90%
annéhert, anstatt weiter zu steigen. An fritherer Stelle wurde ja schon ein-
mal gesagt, dal} gute Performancewerte zwischen 90 und 100% schwan-
ken konnen, dies ist ein Beispiel fiir einen guten Performancewert. An
diesem Graphen lal3t sich gut zeigen, was eine Verkleinerung der mogli-
chen Startzustdnde und der damit einhergehenden Verkleinerung der mog-
lichen Observationen, fiir eine Verbesserung der Performance bringt. Dies
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rithrt daher, dal} der Agent in diesem Fall wesentlich weniger Observation-
Aktionspaare lernen muf}, was durch die eingeschridnkten Startzustdnde
zustande kommt. In diesem Fall kann der Agent sehr frith die Policy opti-
mieren - dies passiert immer dann wenn die gleichen Observationen, ob-
wohl sie schon bekannte Aktionen haben, immer wieder durchlaufen wer-
den. Die Optimierung kommt aus folgender Tatsache zustande: Dadurch,
dal3 eine Observation mehrere Zustinde auf sich abbildet, kann es dazu
kommen, dal} eine Aktion in einer Observation nicht immer in die gleiche
Folgeobservation iibergeht. Dieser Tatsache ist es zu verdanken, dafl} vie-
le bereits schon gelernte Aktionen mehrer Male verlernt werden miissen,
da es in der betreffenden Observation eine bessere Aktion gibt. Eine Opti-
mierung kann nur dann stattfinden, wenn die Diskretisierung der Aktionen
fein genug ist, so dal} es fiir jeden Zustand innerhalb einer Observation
mindestens eine Aktion gibt, die das System sofort, oder durch mégliche
Nachfolgeaktionen in einen positiven Endzustand bringt. Nur wenn diese
Tatsache in jeder moglichen Observation gegeben ist, kann eine Performan-
ce von 100% erreicht werden.

5.2.2.3 Vergleich der Performancewerte Um zu verdeutlichen, welche
Auswirkungen eine Verkleinerung der Startzustinde auf die Policyperfor-
mance haben kann, sollen alle 3 bisher vorgestellten Performancewerte in
einem Graphen (Abbildung 17) verglichen werden. Wie unschwer zu er-
kennen ist, ist die Performance der dritten Policy (jene mit eingeschrank-
tem Korperwinkel) von Anfang an um fast 20 Prozentpunkte besser als
die beiden Performancewerte der Policies mit uneingeschranktem Startzu-
standsraum. Die Performance der dritten Policy scheint sich bei circa 89-
90% einzupendeln.

5.2.2.4 Lerneffektivitit Um zu priifen, ob sich der hohere Performan-
cewert der dritten Policy auf die gelernten Aktionen auswirkt, sollen nun
von allen drei Policies die Lerneffektivitidten betrachtet werden. Es ist hier
ganz klar zu erkennen, dal$ die hohe Performance eine immense Auswir-
kung auf die Lerneffektivitit hat. So sind in den beiden Policies, welche
einen vollen Startzustandsraum haben, nach 110.000 Zyklen bereits 1871
bzw 1901 Observation- Aktionspaare bekannt, der dritten Policy hingegen
nur 706. Startet man ein Traininsszenario mit eingeschrankten Anfangs-
zustdnden so kann man gut im voraus berechnen, welche maximale Per-
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Abbildung 17: Lernperformance der 12x36 Welt - Ein Vergleich
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Abbildung 18: Lerneffektivitat der 12x36 Welt - Ein Vergleich
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formance das komplette Szenario maximal haben wird. Trotzdem sollte
bedacht werden, dal es sich dabei um eine Vorhersage handelt, es gibt
keine Garantie dariiber, daf® die endgiiltige Policy dem vorausberechneten
Performancewert wirklich entgegenstrebt.

5.2.3 Die 24x72 Welt - Teil 1

In den letzten beiden Trainingsszenarien wurde untersucht, wie sich die
Lernperformance und die Effektivitit dndert, wenn die Diskretisierung
gleich bleibt und nur die Startzustédnde begrenzt werden. Es sollte unter-
sucht werden, in wie weit sich die Performance und die Effektivitit 4ndern,
wenn die Diskretisierung sowohl der Observationswinkel als auch der Akti-
onswinkel verfeinert wird. Zusitzlich zu der Anderung der Diskretisierung
wurde das Tor auf 30 Meter verbreitert.

5.2.3.1 Die Referenzparameter

5.2.3.2 Lernperformance Ahnlich den vorangegangenen Trainingssze-
narien, lafst sich auch hier eine lineare Anndherungsfunktion berechnen,
deren genauen Wert man Abbildung 20 entnehmen kann. Die Linearitit der
Annéherungsfunktion gilt jedoch nur in dem dargestellten Wertebereich
des Graphen. Der eigentliche Graph steigt am Anfang sehr schnell und pen-
delt sich dann aber recht bald bei 90% Performance ein. Die Schwankun-
gen haben dabei meistens die folgende Ursache: Wie bereits frither schon
einmal erwihnt, bildet eine Observation mehrere Zustinde auf sich ab. Es
konnen nun Zustande getestet werden, die zwar in der gleichen Observati-
on liegen wie der Zustand, fiir den die Aktion gespeichert wurde - wendet
man auf diesen Zustand jedoch die gespeicherte Aktion an, so kann es da-
zu kommen, dal® man in eine andere Folgeobservation kommt und somit in
einen negativen Endzustand. Tritt dies haufig auf, so geht die Performance
in diesem Messpunkt nach unten. Ein Indiez fiir eine nahezu optimale Po-
licy ist demzufolge ein Performancegraph, der keine Schwankungen mehr
hat - er kennt fiir jede Observation eine Aktion, welche so gut ist, dal$ sie
nahezu immer in die gleiche Folgeaktion fiihrt.

5.2.3.3 Lerneffektivitit Es folgt nun ein Graph, welcher den Lernerfolg
visualisiert.
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Abbildung 19: Referenzparameter der 24x72 Welt

Trainer / Agent | Parameter Wert
T STEPS_PER_TRIAL 4

T FADE IN 0

T FADE OUT 0

T RADIUS 1,085
T MIN_RADIUS 0,386
T MAX VELOCITY 0

T DISTANCE 40
T BODYANGLE 180
A MAX STEPS PER TRIAL | 4

A FADE_IN 0

A FADE OUT 0

A SEND PER STEP 10
A MIN SPEED 0,5
A d(a) 24
A d(B) 24
A d(7) 24
A d(Vpanr) 10
A (o) 72
A d(e) 72
A d(pkwk) 10
A Torbreite 30

Wieder einmal mehr 1463t sich beobachten, daf§ auch hier die Kurve am
besten durch eine lineare Anndherungsfunktion beschrieben wird. Thr ex-
akter Wert kann dem Diagramm entnommen werden. Es sei zunéachst fest-
gehalten, dald es insgesamt d(«) * d(3) * d(v) * d(ve) Observationen gibt,
also 24 x 24 % 24 x 10 = 138240 Observationen. Geht man von der Annahme
aus, dal} von allen Observationen aus einer der positiven Endzustdnde mit
genau einer Aktion erreichbar ist und der Ball im Anfangszustand keine
Ausgangsgeschwindigkeit hat, so reduziert sich der Observationraum auf
d(a) * d(5) = d(vy) was 24 % 24 x 24 = 13824 entspricht. Dies ist der Fall,
weil die Observationen, in denen der Ball eine Geschwindigkeit und einen
Bewegungsvektor haben, nicht besucht werden und somit diese beiden Pa-
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Abbildung 20: Lernperformance der 24x72 Welt
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Abbildung 21: Lernereffektivitat der 24x72 Welt
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rameter mit jeweils dem Wert 1 in die Berechnung eingehen. Schaut man
sich den Lernerfolg unter der Pramisse des eingeschrankten Observationen-
raumes an, so fallt auf, dal$ bereits nach 400 000 Zyklen fast 50% der Ob-
servationen welche {iberhaupt besucht werden konnen, eine zugeordnete
Aktion haben. Berechnet man iiber die Anndherungsfunktion die Zyklen-
zahl, bei der alle Observationen eine passende Aktion haben, so kommt
man auf (13824 — 892,45)/0,0188 = 687848 Zyklen.
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5.2.4 Die 24x72 Welt - Teil 2

Abbildung 22: Die Referenzparameter der 24x72 Welt - Teil 2

Trainer / Agent | Parameter Wert
T STEPS_PER TRIAL 4

T FADE IN 0

T FADE OUT 0

T RADIUS 1,085
T MIN_RADIUS 0,386
T MAX VELOCITY 0

T DISTANCE 40

T BODYANGLE 180
A MAX STEPS PER TRIAL | 4

A FADE IN 0

A FADE OUT 0

A SEND PER STEP 10

A MIN SPEED 0,5
A d(c) 24

A d(p) 24

A d(v) 24

A d (Uball) 10

A d(o) 72

A d(e) 72

A d (plm:k) 10

A Torbreite 14

5.2.4.1 Die Referenzparameter Wie man sehen kann, wurde im Ge-
gensatz zum vorherigen Szenario nur das Tor verkleinert auf die Grof3e,
die es eigentlich im Spiel hat.

5.2.4.2 Lernperformance Gegeniiber dem Szenario mit dem breiteren
Tor scheint sich in diesem Fall die Performance auf circa 85% einzupen-
deln. Es ist durchaus moglich, daf} durch weitere Policyoptimierung die
Performance noch weiter nach oben geht, nur in diesem Graphen ist dieser
Trend nicht zu beobachten. Vergleicht man die beiden Performancewerte,
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Abbildung 23: Lernperformance der 24x72 Welt - Teil 2
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Abbildung 24: Lernperformance der 24x72 Welt - Ein Vergleich
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so sieht man, daf} die Policy (Policyl), welche auf ein grol3eres Tor trai-
niert und getestet wurde, augenscheinlich eine bessere Performance hat.
Dies verwundert nicht, da durch das grofdere Tor die Policy fehlertoleranter
wird. Die hohere Fehlertoleranz ergibt sich aus der Tatsache, dal$ der Agent
nicht so gute Aktionen lernen mul3. Dies liegt begriindet in der Tatsache,
daR bei einem vergroflerten positiven Endzustandsraum fiir eine Observa-
tion mehrere Aktionen in einen Endzustand {iberfithren kénnen und die
Wahrscheinlichkeit eine dieser Aktionen zu finden hoher ist.

Abbildung 25: Lerneffektivitat der 24x72 Welt - Teil 2
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5.2.4.3 Lerneffektivitit Auch in diesem Fall kann eine lineare Anna-
herungsfunktion berechnet werden. Wie jedoch auf dem Schaubild zu se-
hen ist, wird sich die eigentliche Lernkurve einem Maximalwert anndhern,
denn es laf3t sich bereits gut erkennen, daf’ die Steigung der Funktion mit
fortschreitender Zyklenzahl abnimmt. Dies ist nicht verwunderlich, da die
maximale Observationzahl, wie weiter oben bereits erklart bei circa 13.000
Observationen liegt und somit bereits circa 45% aller moglichen Observa-
tionen eine bekannte Aktion haben und das bereits nach 50.000 Zyklen. Es
bleibt festzustellen, da® die Lerneffektivitit bei der Policy mit dem schma-
leren Tor nicht so hoch ist, als bei der Policy mit dem breiteren Tor.
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Abbildung 26: Lerneffektivitat der 24x72 Welt - Ein Vergleich
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In Abbildung 26 ist zu sehen, dal} die Lerneffektivitat bei breitem Tor
hoher ist als bei schmalem Tor, bis auf den Bereich zwischen 150.000 -
300.000 Zyklen, wo beide gleich auf liegen.

5.2.5 Die 4x4 Welt - Ein Vergleich mit dem Q-Learning

In diesem Abschnitt soll die sogenannte 4x4 Welt vorgestellt werden mit ih-
ren Besonderheiten und weiterhin soll ein Vergleich mit einem Q-Learning
Szenario angestellt werden, welches das gleiche Problem losen sollte.

5.2.5.1 Die Referenzparameter Wie zu sehen ist (Abbildung 27), sind
alle moglichen Winkel in diesem Szenario auf genau 4 Zustdnde be-
schrankt, welche jeweils den vier Sektoren in einem Koordinatensystem
entsprechen. Eine Eigenart bei diesem Szenario ist, dal} der Trainer den
Agenten und den Ball immer auf feste Startzustinde setzt. Daraus folgt,
da® es genau 16 feste Startzustdnde in diesem Szenario fiir den Agen-
ten gibt (4 feste Positionen fiir den Korperwinkel und den Ballwinkel, Ge-
schwindigkeit und Geschwindigkeitsvektor sind nicht vorhanden 4 % 4 x
1 %1 = 16). Hieraus wiederum folgt, daf3 dieses Szenario deterministisch
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Abbildung 27: Die Referenzparameter der 4x4 Welt

Trainer / Agent | Parameter Wert
T STEPS PER TRIAL 6

T FADE IN 0

T FADE OUT 0

T RADIUS 1,085
T MIN RADIUS 0,386
T MAX VELOCITY 0

T DISTANCE 40

T BODYANGLE 180
A MAX STEPS PER TRIAL | 4

A FADE IN 0

A FADE OUT 0

A SEND PER STEP 10

A MIN_SPEED 0,5
A d(a) 4

A d(p) 4

A d(v) 4

A d (Uball) 10

A d(0) 4

A d(e) 4

A d(Prick) 10

A Torbreite 50
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sein sollte, da eine Observation in diesem Fall genau einem Zustand ent-
spricht. Das ganze Szenario hat insgesamt einen Observationsraum von
43 % 10 = 640 Observationen, wovon wieder nicht alle besucht werden (die
Griinde wurden frither schon mehrfacht genannt). Um die grobe Diskreti-
sierung aufzufangen, wurde das Szenario auf ein 50 Meter breites Tor trai-
niert. Da die Episodendauer in diesem Szenario auf 4 beschrankt ist und
es genau 16 Startzustdnde gibt, sollte es maximal moglich sein 16 x 4 = 64
Aktionen zu lernen, wenn das Szenario deterministisch sein sollte.

Abbildung 28: Lernperformance der 4x4 Welt - Mit Observation based RFL
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5.2.5.2 Lernperformance Es ist hier zu erkennen, dal} die Performance
nach 6000 Zyklen bei 82% angekommen ist, der Performancegraph jedoch
weiterhein einen steigenden Trend hat. So ist in Anlehnung an die néchste
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Abbildung anzunehmen, daf} die Performance auch weiterhin noch stei-
gen wird. In Abbildung 29 ist der Performancegraph des gleichen Szenari-

Abbildung 29: Lernperformance der 4x4 Welt - Mit Q-Learning
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os zu sehen. Jedoch wurde hier ein Q-Learning Verfahren zum Trainieren
des Agenten eingesetzt [CDoeven]. Es ist gut zu erkennen, daf3 bei dem
zweiten Verfahren die Lernperformance schon bei knapp 1000 Zyklen die
82% tiberschreitet. Die Performance scheint sich hierbei knapp 90% ein-
zuschwingen. Ob die Performance beim Observation based RFL sich gleich
verhalt, 143t sich nach dem aufgezeichneten Zeitraum noch nicht abschat-
zen, jedoch deutet die positive Steigung der Kurve darauf hin. Zur weiteren
Untersuchung, warum die Performance beim Q-Learning so wesentlich bes-
ser ist, soll nun auf die Lerneffektivitat der beiden Lernverfahren geblickt
werden.

5.2.5.3 Lerneffektivitat Hier ist zu erkennen, daf3 mit dem Observati-
on based RFL nur 70 Aktionen gelernt sind nach 6000 Zyklen. Obgleich
es sehr wenige Aktionen sind, konnen diese alle Startpositionen in einen
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Abbildung 30: Lerneffektivitat der 4x4 Welt - Mit Observation based RFL
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Endzustand iiberfiihren, da es wie in der Einleitung beschrieben, in diesem
Szenario nur 16 Startzustdnde gibt. Bei 70 insgesamt gelernten Aktionen
mul? es also zur Bildung von Aktionsketten gekommen sein - da, wenn dies
nicht der Fall wére, es genau 16 gelernte Aktionen geben diirfte - fiir je-
den Anfangszustand genau eine Aktion, die in den Endzustand {iberfiihrt.
Durch die Begrenzung von MAX STEPS PER TRIAL auf 4 ist es pro
Anfangszustand nur moéglich eine Aktionskette der maximalen Lange 4 zu
lernen, in diesem Fall wiren das 16 * 4 = 64 Aktionen. Gelernt wurden
jedoch 70 Aktionen - wie kann dies sein? Es wurde bereits vermutet, daf}
dieses Szenario deterministisch sein soll. Das wiirde bedeuten, daf} bei Aus-
fiihrung einer Aktion in einer bestimmen Observation das System immer in
die gleiche Folgeobservation iibergeht. Ist es jedoch nichtdeterministisch,
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so kann die Ausfiihrung der gleichen Aktion in einer bestimmten Observati-
on in mehrere verschiedene Folgeobservationen iibergehen. Man kann sich
diese Tatsache wie eine Weiche vorstellen: Unter bestimmten Vorrausset-
zungen fiihrt es in eine Observation unter anderen Vorraussetzungen fiihrt
es in eine andere Observation. Erst durch diese Tatsache wird es moglich,
hier mehr als 64 Aktionen zu lernen. Im Vergleich dazu kennt die Policy des

Abbildung 31: Lerneffektivitdt der 4x4 Welt - Mit Q-Learning
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Q-Learning nach dem gleichen Lernzeitraum bereits knapp 400 Aktionen.
Durch die Tatsache, daf} auch hier viele Aktionen gelernt wurden, wird die
oben gedufderte These, namlich dal} dieses Szenario nichtdeterminisitisch
ist, untermauert.

5.2.5.4 Verteilungsmessung Die Verteilungsmessung (Abbildung 32
und 33) wurde auf ein 100 Meter breites Tor aufgezeichnet. In der Ver-
teilungsmessung ist zu erkennen, dafd sich 3 lokale Maxima und 1 abolu-
tes Maximum zwischen 430 und —30 Meter bilden, was genau der Grof3e
des urspriinglichen Tores entspricht. In der Mitte des Tores ist eine Tref-
ferchance von iiber 40% verzeichnet. Weiterhin ist eine leichte Verteilungs-
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Abbildung 32: Verteilungsmessung der 4x4 Welt - Mit Observation based
RFL

WVerteilung (% *100)

Cbhergrenze Y-Wert

erhebung bei knapp 54m oberhalb des Tormittelpunktes zu sehen. Ahnlich
wie bei der Verteilungsmessung des Observation based RFLs hat die Mes-
sung des Q-Learnings ihr absolutes Maximum auch im Mittelpunkt des To-
res. Dort trifft der Ball mit circa 40%er Wahrscheinlichkeit auf. Ebenfalls
ist auch hier wieder eine Verteilungshaufung bei knapp 50m oberhalb des
Tormittelpunktes auszumachen. Diese Haufung ist bei dieser Verteilungs-
messung auch auf der anderen Seite, also bei 50m (-50m ist in diesem Fall
0 und +50m ist 20) unterhalb des Tormittelpunktes zu sehen.
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Abbildung 33: Verteilungsmessung der 4x4 Welt - Mit Q-Learning
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5.2.6 Die 24x72 Welt - Ein Vergleich mit Q-Learning

In diesem Abschnitt soll das friiher bereits vorgestellte 24x72 Szenario ver-
glichen werden, mit einem gleichwertigen Szenario, in welchem mit Q-
Learning gelernt wurde.

5.2.6.1 Die Referenzparameter

5.2.6.2 Lernperformance Es ist gut zu sehen, daf} bereits nach 200.000
Zyklen die Performance bei etwa 80% liegt. Sie steigt weiter, bis sie sich
nach etwa 1,5 Millionen Zyklen zwischen 85 und 90% einschwingt. Blickt
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Abbildung 34: Die Referenzparameter der 24x72 Welt

Trainer / Agent | Parameter Wert
T STEPS PER TRIAL 4

T FADE IN 0

T FADE OUT 0

T RADIUS 1,085
T MIN RADIUS 0,386
T MAX VELOCITY 0

T DISTANCE 40

T BODYANGLE 180
A MAX STEPS PER TRIAL | 4

A FADE IN 0

A FADE OUT 0

A SEND PER STEP 10

A MIN_SPEED 0,5
A d(a) 24

A d(j) 24

A d(v) 24

A d (Uball) 10

A d(0) 72

A d(e) 72

A d(Prick) 10

A Torbreite 6
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Abbildung 35: Lernperformance der 24x72 Welt - Mit Observation based
RFL
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man zum Vergleich auf die Performancekurve des Q-Learning, so kann fest-

gestellt werden, daf sich auch hier die Performance zwischen 80 und 90%
einzuschwingen scheint.

5.2.6.3 Lerneffektivitit Vergleicht man die beiden Lerneffektivitits
Diagramme miteinander, so ist zu erkennen, dal} nach knapp 1,6 Millio-
nen Zyklen beim Observation based RFL etwa 10000 Observation- Akti-
onspaare bekannt sind, beim Q-Learning hingegen circa 17000 Paare. Mit
der Annahme, dal} dieses Szenario deterministisch ist, wiirden minimal
24 %24 = 576 (ruhender Ball, nur 2 varriierende Winkel. Daraus folgt: mini-
male Anzahl Aktionen = Anzahl der Startzustdnde) gelernte Aktionen und
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Abbildung 36: Lernperformance der 24x72 Welt - Mit Q-Learning
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maximal 24 * 24 x 4 = 2304 (Anzahl Startzustinde * Anzahl der maximal
moglichen Aktionen pro Trial) gelernte Aktionen bendétigt, um dieses Sze-
nario vollig zu erschopfen. Auch hier ist wieder einmal erkennbar, daf? die
Zahl der gelernten Observation- Aktionspaare mit beiden Lernverfahren bei
weitem die maximale Anzahl der lernbaren Aktionen in einer deterministi-
schen Welt iibersteigt.
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Abbildung 37: Lerneffektivitat der 24x74 Welt - Mit Observation based RFL
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Es soll nun noch ein Blick auf die Verteilungsmessungen geworfen wer-
den, da bei der Performance die beiden Lernverfahren nahezu gleichwertig
sind. Die Lerneffektivitat ist hier nicht unbedingt ein Leistungsindikator, da
die Menge der gelernten Aktionen nichts tiber ihre Giite aussagt.

5.2.6.4 Verteilungsmessung Die Policies wurden auf ein 6 Meter brei-
tes Tor angelernt und wurden dann fiir die Verteilungsmessung auf ein
30 Meter breites Tor getestet. Bei der Verteilungsmessung des Observati-
on based Verfahren kann man erkennen, da® das absolute Verteilungsma-
ximum bei +3m auf der Y-Achse liegt. Dies entspricht genau dem Bereich
des oberen Pfosten des Tores (Die beiden Pfosten des Tores sind fast ge-
nau auf den beiden Datenpunkten welche einmal links und einmal rechts
von der Y-Achse liegen). AuBerhalb des Bereiches des urspriinglichen To-
res nimmt die Trefferwahrscheinlichkeit jedoch nicht sonderlich schnell ab
- ein groler Teil der Aktionen scheint den Bereich ausserhalb des Tores zu
treffen. Addiert man die Einzelh&dufigkeiten der Punkte, welche im eigentli-
chen Tor liegen auf, so erhilt man eine Trefferwahrscheinlichkeit von 35%
ins Tor. Leider liegt genau diese Verteilungsmessung aus dem Q-Learning
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Abbildung 38: Lerneffektivitat der 24x74 Welt - Mit Q-Learning
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Gelernte Aktionen

Abbildung 39: Verteilungsmessung der 24x74 Welt - Mit observation based
RFL
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nicht vor. Es bleibt zu priifen, warum ein grol3er Teil der Schiisse das Tor
nicht trifft.
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6 Auswertung und Ausblick

In diesem Kapitel soll nun eine Auswertung der erstellten Ergebnisse er-
folgen und weiterhin sollen Vorschlage gemacht werden, wie das Lernver-
fahren oder dessen Implementierung, weiterhin verbessert werden konnen.
Auch soll an dieser Stelle noch eine kurze Wiederholung stattfinden in Hin-
blick darauf, was alles benétigt wird um das eingesetzte Lernverfahren an-
wenden zu konnen.

6.1 Auswertung der Testergebnisse

Betrachtet man als erstes die 4x4 Welt, so ist hier gut zu sehen, dal}
auch schon mit einer sehr groben Diskretisierung der Aktionen und der
Zustandswinkel eine gute Performance zustande kommt. So hatte dieses
Szenario mit dem Observation based RFL Verfahren nach 6000 Zyklen eine
Performance von iiber 80% und mit Q-Learning gar eine Performance von
iiber 90%.

Um zu testen, wie sich die Performance bei einer anderen Einteilung
andert, wurde das Trainingsszenario der 12x36 Welt herangezogen. Aus
durchgefiihrten Tests, welche bedauerlicherweise nicht Bestandteil dieser
Arbeit sind, war bekannt, daf? fiir eine gute Performance die Diskretisierung
der Aktionswinkel feiner sein mulite, als die Winkel der Observationen.
Beim urspriinglichen Test dieses Szenarios lag jedoch die Performance nur
bei knapp 55% (nach 10.000 absolvierten Zyklen). Diese konnte durch
Verkleinerung des Startzustandraumes auf 90% verbessert werden. Ob bei
uneingeschranktem Startzustandsraum in diesem Szenario auch eine Per-
formance von knapp 90% erreicht werden kann, steht noch zu priifen aus,
da sich dieser Wert, wenn tiberhaupt, erst nach vielen hunderttausenden
Zyklen einstellen wird.

Zur weiteren Uberpriifung wurden die Diskretisierungen sowohl der Ob-
servationswinkel als auch der Aktionswinkel noch einmal verfeinert auf das
24x72 Szenario. In diesem Szenario stellt sich eine Performance von etwa
85% ein (nach 20.000 absolvierten Zyklen). Verbreitert man das Tor auf
30 Meter, so ist hier zu beobachten, dafd die Performance weiter auf 90%
steigt. Auch wurde dieses Szenario dazu herangezogen einen Vergleich
mit dem Q-Learning zu titigen. Nachdem mit beiden Verfahren etwa 1,5
Millionen Zyklen absolviert waren, pendelten sich sowohl das Q-Learning
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Verfahren, als auch das Observation based RFL Verfahren zwischen 80 und
90% Performance ein. Die Performance scheint also in erster Linie von der
Diskretisierung abzuhdngen und in zweiter Linie erst vom eingesetzten
Lernverfahren (Die Diskretisierung bestimmt die maximale Performance,
das Lernverfahren bestimmt wie schnell man sich dieser Performance an-
nahert). Der Performancewert ist bei diesem Szenario relativ hoch, wenn
man bedenkt, daf? hier auf ein nur 6 Meter breites Tor trainiert wurde.

Betrachtet man die Verteilungsgraphen der verschiedenen Szenarien so
fallt auf, dafd nur das 4x4 Szenario ein Verteilungsmaximum im Tormittel-
punkt hat. Alle anderen Szenarien haben bei der Verteilungsmessung eine
Verschiebung des Maximums nach oben oder unten. Es wurde versucht,
diese starken Asymmetrien zu untersuchen, aber zum jetztigen Zeitpunkt
gibt es noch keine Erklarung fiir das Auftreten der Asymmetrien.

Um die Performance von Szenarien gezielt zu steigern, gibt es zwei Mog-
lichkeiten: Zum einen kann die Torbreite erhoht werden und zum anderen
kann der Startzustandsraum verkleinert werden. Um zu testen, wie gut
die Performance eines Szenarios (wie gut die Diskretisierung) ist, muf}
ein Testlauf ausgefiihrt werden, solange bis ein Grenzwert in der Perfor-
mance sichtbar wird - dies sollte am besten mit einem eingeschrankten
Startzustandsraum passieren, um die Rechenzeit zu minimieren.

6.2 Verbesserungen am Lernverfahren

Es sollen nun Verbesserungsvorschldge zum eingesetzten Lernverfahren
vorgebracht werden. Die grof3te Schwéche des eingesetzten Verfahrens ist,
da® eine hohe Rechenzeit zum Erlernen der Policies noétig ist. Eine leicht
durchzufiihrende Verbesserung sieht dabei wie folgt aus: Durch die feste
Grolle der Trainingsepisode (4 Zyklen in den hier vorgestellten Szenarien),
welche sowohl auf Agenten, als auch auf Trainerseite zum Einsatz kom-
men, kann es vorkommen, dal} der Agent mehrere Zyklen hintereinander
nichts zu tun hat. Das beruht auf der Tatsache, dal® der Agent bereits nach
einem Zyklus einen Endzustand erreicht haben kann, fiir ihn ist damit die
Lernepisode beendet, jedoch wird er erst nach dem Ablauf der 4 Zyklen auf
einen neuen Startzustand gesetzt. Es konnten viele Zyklen gespart werden,
wiirde der Agent auf einen neuen Startzustand gesetzt, direkt nachdem er
sich in einem Endzustand befindet.
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Ein anderer Ansatz der verfolgt werden konnte ist, dal} durch die Reduzie-
rung des Observationraumes die Lernkomplexitédt soweit verkleinert wird,
dal} ein essentieller Zeitvorteil entsteht. Die Performancetests zeigten, daf}
durch feinere Diskretisierung die Performance des Szenarios zunimmt - Wie
wird es moglich sein den Observationraum zu verkleinern und trotzdem
noch eine gute Performance zu erhalten? Der Ansatz besteht darin, dal? ei-
ne neue Art der Generalisierung eingefiihrt wird. Diese erfordert es, dal}
die Lernaufgabe in zwei Teilbereiche aufgebrochen wird und diese unter-
schiedlich diskretisiert werden. Zu diesem Zweck wird ein Kreisausschnitt
innerhalb der ,kickable area“ des Agenten definiert, mit Richtung zum An-
spielpunkt. Dieser Bereich ist in Abbildung (40) mit einer ,, 1 markiert. In

Abbildung 40: Neue Generalisierungsidee

Zielrichtung

diesem Bereich kann die Diskretisierung sehr fein sein, ohne dal} der Ob-
servationsraum zu grold wird. Bereich ,,2“ hingegen in Abbildung (40) hat
eine sehr grobe Diskretisierung und in diesem Bereich ist die Aufgabe des
Agenten nur, den Ball irgendwie in dem Bereich ,,1“ zu bringen. Denkbar
ware hier z.B. sogar die Ballgeschwindigkeit und den Ballvektor aus dem
Zustandsraum herauszunehmen und zu fordern, dal} der Ball innerhalb
von einem Zyklus im Bereich ,,1“ landen mulf3. Ist der Ball dann in Bereich
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»,1“ kann aufgrund der feinen Diskretisierung ein sehr prazieser Zielschuss
abgegeben werden.

6.3 Ausblick

In diesem Abschnitt soll ein Ausblick dariiber gewéhrt werden, wie die hier
beschriebenen Ergebnisse in der Praxis eingesetzt werden konnen und wie
dies zu erfolgen hat. Diese Diplomarbeit hat gezeigt, dal} das hier vorge-
stellte Lernverfahren gut in der Lage ist, in einem angemessenen Zeitrah-
men eine Policy zu erlenen, welche in der Lage ist, die gestellte Problem-
situation mit einer guten Performance zu bewiéltigen. Um die mit diesem
Lernverfahren erzeugten Policies zum Einsatz zu bringen, sind diese in eine
Form zu bringen, welche von einem Agenten schnell zugéanglich sind. Der
Agent wird dafiir eine Methode bendtigen, welche sein momentanes Welt-
bild in die Observationen der gespeicherten Policy iibersetzt und die dazu
notige Aktion ermittelt. Bevor jedoch an einen Einsatz in einem RoboCup
Team gedacht werden kann, miissen unbedingt die weiter oben beschrie-
ben Moglichkeiten zur Verringerung der Rechenzeit eingebaut werden, da
es selbst fiir einfache Aufgabenstellungen zuweilen mehrere Tage dauert,
eine passende Policy zu berechnen (z.B. wenn eine Policy 1,4 Millionen Zy-
klen & 10 ms erfordert, sind dies immerhin schon fast 39 Stunden). Sind
diese Verbesserungen implementiert, so steht dem Einsatz in einem Robo-
Cup Team nichts mehr im Wege, da die erzielten Policies eine gute Perfor-
mance aufweisen. Der Agent kann schnell an andere Aufgabenstellungen
angepaldt werden, da nur seine Abbildungsfunktion (welche das Weltmo-
dell auf Observationen abbildet), seine Diskretisierung und die ihm zur
Verfligung stehenden Aktionen gedndert werden miissen. Es ist also mog-
lich mit dem hier zum Einsatz gekommenden Agenten ohne viel Aufwand,
viele ,,Skills“ fiir den RoboCup zu lernen.

Sollte jedoch gewtiinscht werden, dal® hier vorgestellte Lernverfahren bei
richtigen Robotern einzusetzen, so gibt es zwei Moglichkeiten: Zum einen
ware eine Simulation denkbar, in der genug Rechenzeit zur Verfiigung steht
um mehrere Millionen Zyklen lang zu lernen oder es muf} versucht wer-
den, die Komplexitiat des Zustandsraumes so weit zu verkleinern, dal$ eine
erfolgreiche Policy bereits nach mehreren hundert oder tausend Zyklen zu-
stande kommt.
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#pragma interface

#include <stdio.h>
#include <unistd .h>
#include <fcntl.h>
#include <unistd .h>
#include <errno.h>
#include <sys/types.h>
#include <sys/ipc.h>
10 #include <sys/sem.h>
11 #include <ctime>

12 #include <vector>

OOV WNH

14 #include "randomc.h"

15 #include "Geometry.h"

16 #include "SoccerTypes.h"
17 #include "WorldModel.h"

19 #ifndef _INCL_RLI
20 #define _INCL_RLI

23 class Agent;
24 class Observation;
25 class PolicyElement;

28 /xx%

29 x Diese Klasse enthédlt alle relevaten Methoden und
Informationen die der Lernagent fiir den Lernvorgang
braucht. Wird diese Klasse instanziiert, so werden
dabei die Diskretsierungen der Winkel festgelegt.
Diese Klasse enthédlt die Policy wie auch das Set der
fiir den Agenten moglichen Aktionen.

30 x/

31 class Agent {

32

33 friend class Player;

34

35 public:

36 /%%

37 x Konstuktor des Agenten. Bei seinem Aufruf werden

die Winkeldiskretisierungen festgelegt und
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38
39

40
41
42
43
44
45
46
47
48
49
50
51

52
53
54
55
56
57
58
59
60
61
62
63
64
65
66
67
68
69
70

gleichzeitig , wird angegeben ob eine neue Policy
erstellt werden soll, oder ob eine bereits
vorhandene, alte Policy weiterverwendet werden
soll. Weiterhin wird im Agenten ein
Zufallszahlengenerator initialisiert. Dieser wird
z.B. flir das aussuchen zufédlliger Aktionen
gebraucht.
*/
Agent(int angle ball, int angle body, int
angle velocity, bool j) {
disAngleBall = angle ball;
disAngleBody = angle body;
disAngleVelocity = angle velocity;
readin = j;
goodAction = 0;
badAction = 0;
uint32 seed = time (0);
randomGen = new TRandomMersenne (seed) ;

}

VEX:

x Destruktor des Agenten. Hier wird der Semaphor,
welcher zur synchronisation mit dem Trainer diente
freigegeben, der Zufallszahlengenerator wird
entfernt und die Policy und das Aktionsset werden
ebenfalls geloscht.

*/

~Agent( void ) {
if (semctl(semKey, NULL, IPC RMID) == —1)
perror ("[AGENT] — Semaphor: ");
free ((TRandomMersenne ) randomGen) ;
Policy.clear ();
Actions.clear ();

void init (AngDeg threshold);
void savePolicy();

void readPolicyVector();

void cleanup();

AngDeg getAbortThreshold () ;
void initActionVector();

void initPolicyVector();

void incStep();
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71 void writeSummarize () ;

72 void incGood();

73 unsigned long int getGood();

74 unsigned long int getBad();

75 void resetGood();

76 void resetBad();

77 void incBad();

78 int getActionCount () ;

79 unsigned long int getStepsTaken();

80 ofstream mdata;

81 int getPolicyVectorCount () ;

82 int getCurrentObservation (WorldModel *WoMo) ;

83 SoccerCommandx* getRandomAction () ;

84 SoccerCommand* currentObservationHasAction (WorldModel
*WMo) ;

85

86 private:

87 int disAngleBall;

88 int disAngleBody;

89 int disAngleVelocity;

90 int semKey ;

91 unsigned long int goodAction;

92 unsigned long int badAction;

93 bool readin;

94 unsigned long int steps taken;

95 AngDeg abortThreshold;

96 TRandomMersenne xrandomGen;

97 vector<PolicyElement+> Policy;

98 vector<PolicyElementx>::iterator Policylterator;

99 vector <SoccerCommands> Actions;

100 vector <SoccerCommand= >::iterator Actionslterator;

101

102

103 };

104

105 /xx

106 x Die Klasse Observation enthidlt, die der Name sagt eine
Observation des Systemzustandes. In ihr werden die
bereits diskretisierten Werte des Environments

abgespeichert.
107 %/
108 class Observation {
109
110 public:
111 /%%
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112 x Standardkonstruktor. Durch die iibergebenen
diskretisierten Werte, wird eine passende
Observation erstellt.

113 */

114 Observation (unsigned int aBall, unsigned int aBody,
unsigned int aVelocity, unsigned int vel) {

115 angleBall = aBall;

116 angleBody = aBody;

117 angleVelocity = aVelocity;

118 velocity = vel;

119 }

120

121 ~Observation ( void ) {}

122 bool operator == ( const Observation &p );

123

124 unsigned int angleBall;

125 unsigned int angleBody;

126 unsigned int angleVelocity;

127 unsigned int velocity;

128

129 };

130

131 /%%

132 x Die Klasse PolicyElement enthédlt die Einzelteile ,
welche spéter eine komplette Policy ausmachen. Dies
sind: Eine Observation, eine Aktion und ein Wert,
welcher anzeigt ob diese Observation schon einmal
besucht wurde, oder nicht (z). Der Wert d wird nur
fiir analytische Zwecke gebraucht und ist nicht
notwendig flir den eigentlichen Lernenvorgang.

133 x/

134 class PolicyElement {

135

136 public:

137 / k%

138 x Standardkonstruktor. Es werden die bereits
diskretisierten Werte der betreffenden Observation
iibergeben, aus denen dann ein Objekt der Klasse
Observation erzeugt wird. Weiterhin wird z auf 0
gesetzt und die Aktion "taken" wird mit NULL
initialisiert.

139 */

140 PolicyElement (unsigned int aBall, unsigned int aBody,

unsigned int aVelocity, unsigned int vel) {
141 z = 0;
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142 d = 0;

143 taken = NULL;

144 omega = new Observation(aBall, aBody, aVelocity,
vel) ;

145 by

146

147 PolicyElement () {}

148 ~PolicyElement ( void ) {}

149

150 void operator = (const PolicyElement &p );

151

152 Observation xomega;

153 bool z;

154 SoccerCommand xtaken;

155 bool d;

156 };

157

158 #endif
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B Sourcecode - rli.cpp

#pragma implementation

// — Include files

#include "rli.h"
#include <cstdlib>
#include <ctime>
#include <math.h>
10 #include <string.h>
11 #include <stdio.h>
12 #include <fstream>

OO WN -

15 /x/

16 x Diese Agentenmethode initialisiert die Policy des
Agenten. Sie wird entweder komplett neu angelegt,
oder sie wird aus einer Datei eingelesen.

17 x/

18 void Agent::init (AngDeg threshold)

19 |

20 abortThreshold = threshold;

21 initActionVector () ;

22 ofstream mdata("messdaten. txt",ios::trunc);

23 if (!mdata.is _open()) {

24 fprintf(stderr,"[AGENT]: coudln’t open messdaten.
txt\n");

25 }

26 if (readin == 1)

27 readPolicyVector ();

28 else

29 initPolicyVector ();

30 }

31

32 AngDeg Agent:: getAbortThreshold () {

33 return abortThreshold;

34 }

35

36 /xx*

37 xVergleicht zwei Observations auf Gleichheit.

38 x/

39 bool Observation::operator == ( const Observation &p )

40
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41

42
43
44
45

46
47
48
49
50

51
52
53

54
55
56
57

58
59
60
61
62

63
64
65
66
67
68
69

70
71
72
73
74

return ( ( angleBall == p.angleBall ) & ( angleBody
== p.angleBody ) && ( angleVelocity == p.
angleVelocity ) & & ( velocity == p.velocity ) );

x Hier werden die fiir den Agenten moglichen Aktionen

erzeugt. Diese teilen sich in zwei Teile ein. Zum
einen in Turnbefehle und zum anderen in Kickbefehle.

void Agent::initActionVector () {

int i=0, j=0;
for (i=0; i<7; i++) {
Actions.push back(new SoccerCommand(CMD TURN, (i
x30)));
¥
for (i=1; i<6; i++) {
Actions.push_back(new SoccerCommand (CMD TURN, (i
*x(=30))));
}
for (i=0; 1i<37; i++) {
for (j=1; j<11; j++) {
Actions.push_back(new SoccerCommand (CMD KICK, (j
x10), (ix*5)));
}
}
for (i=1; i<36; i++) {
for (j=1; j<11; j++) {
Actions.push_back(new SoccerCommand (CMD KICK, (j
x10), (i*x(=5))));

* Wenn eine neue Policy initialisiert werden soll, so

passiert dies hier. Es werden PolicyElemente anhand
der gegebenen Diskretisierungewerte erzeugt und in
die Policy geschrieben.

void Agent::initPolicyVector () {

int j=0, k=0, 1=0, m=0;
steps_taken = 0;
for (j=0; j<disAngleBall; j++) {
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75
76
77
78

79
80
81
82
83

84
85
86
87
88

89
90
91
92
93
94
95

96
97
98
99
100
101
102

103
104
105
106
107
108
109
110
111
112

}

VEE:
x Gibt die Grofle der Policy wieder (Anzah der Elemente

for (k=0; k<disAngleBody; k++) {
for (1=0; l<disAngleVelocity; 1++4) {
for (m=0; m<10; m++) {
Policy.push back(new PolicyElement(j, k, 1
, m));

}
¥

printf ("GroBe des Zustandsraumes: %i\n",Policy.size ())

>

return;

in der Policy).

int Agent:: getPolicyVectorCount () {

}

/ k%
x+ Liefert die Anzahl der Aktionsabldufe wieder, die in

return Policy.size();

der Policy gespeichert waren und welche in einen
positiven Endzustand iibergegangen sind.

unsigned long int Agent::getGood () {

}

VAL

x+ Liefert die Anzah der Aktionsabldufe wieder, die in

return goodAction;

der Policy gespeichert waren und welche in einen
negativen Endzustand iibergegangen sind.

unsigned long int Agent::getBad () {

}

/ *kx
% Schlieft das Logfile "mdata"

return badAction;

void Agent::cleanup () {

mdata. close () ;
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113
114
115
116

117
118
119
120
121
122
123

124
125
126
127
128
129
130

131
132
133
134
135
136
137

138
139
140
141
142
143
144
145
146
147
148
149
150
151
152
153

}

VEE:

x Liefert die Anzahl der bisher absolvierten Schritte
wieder.

*/

unsigned long int Agent::getStepsTaken() {
return steps_taken;

}

VAT

* Schreibt die Rohdaten fiir die Performancemessung in
die Daten "mdata"

*/

void Agent::writeSummarize () {
printf (" [DATA]: %i %i\n",6 goodAction, badAction);

b

/% x
* Setzt den Wert der Aktionsablidufe, welche in einen
positiven Endzustand gefiihrt haben zuriick auf 0
*/
void Agent::resetGood () {
goodAction = 0;
}

VAR
* Setzt den Wert der Aktionsabldufe, welche in einen
negativen Endzustand gefiihrt haben zuriick auf 0
*/
void Agent::resetBad () {
badAction = O0;
b

/% x

* Inkrementiert den Wert goodAction

*/

void Agent::incGood () {
goodAction++;

b

VEE:

+ inkrementiert den Wert badAction
*/

void Agent::incBad () {

14. Dezember 2005 87 Arne Usadel



B SOURCECODE - RLI.CPP

154 badAction++;

155 }

156

157  /xx

158 « Liefert die Anzahl der moglichen Aktionen des Agenten
zuriick

159 %/

160 int Agent::getActionCount() {

161 int count=0;

162 int j=Policy.size();

163 for (int i=0; i<j; i++) {

164 if (Policy[i]->taken != NULL)

165 count++;

166 }

167 return count;

168 }

169

170 /xx

171 « Erzeugt aus den Daten des Weltmodelles eine
Observation und gibt deren Indizierungsnummer zuriick.

172 x/

173 int Agent::getCurrentObservation( WorldModel «WoMo ) {

174 AngDeg zb, zk, bv;

175 unsigned int izb, izk, ibv;

176 double vel;

177 unsigned int ivel = 0, zyklus;

178 Observation *current;

179 zyklus = WoMo—>getCurrentCycle () ;

180 zb = WoMo->getAgentGlobalBodyAngle () + WoMo—>
getRelativeAngle (OBJECT BALL,1);

181 if (zb < 0)

182 zb = 360 + zb;

183 if (zb >= 360)

184 zb = zb — 360;

185 izb = (unsigned int)(zb / (360 / disAngleBall));

186 printf (" [WoMo]: Zyklus: %i Winkeldifferenz Ball: %f, %
f %f %i\n",zyklus, zb, WoMo—>
getAgentGlobalBodyAngle () , WoMo—>getRelativeAngle (
OBJECT BALL, 1), izb);

187

188 zk = WoMo—>getAgentGlobalBodyAngle () ;

189 if (zk < 0)

190 zk = 360 + zk;

191 izk = (unsigned int)(zk / (360 / disAngleBody));

14. Dezember 2005 88 Arne Usadel



192

193
194

195
196
197
198

199
200
201
202
203
204
205
206
207
208
209
210
211
212
213
214
215
216
217
218
219
220

221

222
223
224
225
226
227
228
229

printf (" [WoMo]: Zyklus: %i Winkel Korper<>Tor: %f\n",
zyklus, WoMo—>getRelativeAngle (OBJECT GOAL R, 1));

bv = WoMo—>getGlobalBodyAngle (OBJECT GOAL R) — WoMo—>

getBallDirection () ;
if (bv < 0)
bv = 360 + bv;

ibv = (unsigned int)(bv / (360 / disAngleVelocity));
printf (" [WoMo]: Zyklus: %i Geschwindigkeitswinkel: %f

%f\n", zyklus, (WoMo—>getGlobalBodyAngle(

OBJECT GOAL R)-WoMo—>getBallDirection ()), WoMo—>

getBallDirection ());

vel = WoMo—>getBallSpeed () ;

if (vel <0.5)
ivel = 0;

if ((vel>= 0.5) && (vel <1.0))

ivel = 1;

if ((vel>=1.0) && (vel <1.5))

ivel = 2;

if ((vel>=1.5) && (vel <1.75))

ivel = 3;

if ((vel>=1.75) && (vel <2.0))

ivel = 4;

if ((vel>=2.0) && (vel <2.1))

ivel = 5;

if ((vel>=2.1) && (vel <2.2))

ivel = 6;

if ((vel>=2.2) && (vel <2.3))

ivel = 7;

if ((vel>=2.3) && (vel <2.4))
ivel = 8;

if (vel>=2.4)
ivel = 9;

printf (" [WoMo]: Zyklus: %i Geschwindigkeit: %f\n",

zyklus , WoMo—>getBallSpeed ());

printf (" [WoMo]: Zyklus: %i Current Observation is %i %
i %i %i \n",zyklus,izb,

current = new Observation (izb,

int cp = Policy.size();

for (int i=0; i<cp; i++) {

if (xcurrent == x(Policy[i]->omega)) {

free (current) ;
return i;
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230
231
232
233
234
235

236
237
238
239
240
241
242

243
244
245

246
247
248
249
250
251
252
253
254

255
256

257
258
259
260

261
262
263
264
265
266
267

free (current) ;
return —1;

}

VEE:
x Wahlt zufédlig eine Aktion aus dem Set der moglichen
Aktionen aus.
*/
SoccerCommand+ Agent:: getRandomAction () {
int ca = 0;
ca = randomGen—>IRandom (0,(Actions.size () —1));
switch (Actions[ca]->commandType) {
case CMD TURN:
return ( new SoccerCommand (CMD TURN, Actions[ca
]->dAngle) );
break;
case CMD_KICK:
return ( new SoccerCommand (CMD KICK, Actions[ca
]—>dPower, Actions[cal->dAngle) );

break;
default:
break;
b
return NULL;
b
VES

x Prift, ob fiir die momentan herrschende Observation
bereits eine Aktion in der Policy abgelegt wurde.
*/
SoccerCommandx Agent::currentObservationHasAction (
WorldModel sWMo ) A
int current;
current = getCurrentObservation( WMo );
if ( (current < 0) || (current >= Policy.size())) {
printf ("Warning: \"getCurrentObservation\" returned
an erronous state! %i\n",current);
return (new SoccerCommand(CMD ILLEGAL)) ;
b
if (Policy[current]->taken != NULL) {
printf ("There was an action, which i returned\n");
switch (Policy[current]—>taken—>commandType) {
case CMD TURN:
return (new SoccerCommand (CMD TURN, Policy[
current]—>taken—>dAngle));
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268 break;

269 case CMD_KICK:

270 return (new SoccerCommand (CMD KICK, Policy [
current]->taken—>dPower, Policy[current]—>
taken—>dAngle));

271 break;

272 default:

273 break;

274 }

275 }

276 return NULL;

277 '}

278

279  /xx

280 x Speichert die momentan Policy in eine Bindrdatei und

zusidtzlich noch eine lesbare Textdatei.

281 x/

282 void Agent::savePolicy () {

283 printf ("Saving Policy now...\n");

284 ofstream archive("policy.log", ios::binary|ios::trunc)

285 if (tarchive.is open()) {

286 printf ("Warning File was not opened!\n");

287 ¥

288 ofstream textual ("policy.txt", ios::trunc);

289

290 if ('textual.is _open()) {

291 fprintf(stderr, "Textual isn’t open although it

should be\n");

292 }

293

294 int j = Policy.size();

295 CommandT dummy = CMD_ILLEGAL;

296 double d1 = 0, d2 = O0;

297 int count = 0, count_a = 0;

298

299 unsigned int b, c, d, e;

300 int f;

301 double g, h;

302

303 archive.write(reinterpret_cast<char *>(&steps_taken),
sizeof (steps_taken));

304 archive.write(reinterpret_cast<char *>(&disAngleBall),

sizeof (disAngleBall));
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305 archive.write(reinterpret cast<char *>(&disAngleBody),
sizeof (disAngleBody));
306 archive.write (reinterpret cast<char *>(&
disAngleVelocity), sizeof(disAngleVelocity));
307 archive.write (reinterpret_cast<char *>(&abortThreshold
), sizeof(abortThreshold));
308 archive.write(reinterpret cast<char *>(&goodAction),
sizeof (goodAction));
309 archive.write (reinterpret_cast<char x>(&badAction),
sizeof (badAction));
310
311 textual << "Steps taken: " << steps_taken <<"\n";
312 textual << "Ball Angle diskretisierung: " <<
disAngleBall << "\n";
313 textual << "Body Angle diskretisierung: " <<
disAngleBody << "\n";
314 textual << "Velocity Angle diskretisierung: " <<
disAngleVelocity << "\n";
315 textual << "Abort Threshold: " << abortThreshold << "\
n";
316 textual << "Good: " << goodAction << " Bad: " <<
badAction << "\n";
317
318 textual << "\n Data \n" ;
319 for (int i=0; i<j; i++) {
320 count++;
321 b = Policy[i]->omega—>angleBall;
322 ¢ = Policy[i]->omega—>angleBody;
323 d = Policy[i]->omega—>angleVelocity;
324 e = Policy[i]->omega—>velocity;
325 archive.write (reinterpret_cast<char x>(&b), sizeof(
b));
326 archive.write(reinterpret_cast<char *>(&c), sizeof(
c));
327 archive.write (reinterpret _cast<char *>(&d), sizeof(
d));
328 archive.write (reinterpret_cast<char x>(&e), sizeof(
e));
329
330 if (Policy[i]->taken == 0) {
331 archive . write (reinterpret_cast<char #>(&Jummy) ,
sizeof (dummy) ) ;
332 archive .write (reinterpret_cast<char *>(&d1),

sizeof (d1));
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333 archive.write(reinterpret cast<char *>(&d2),
sizeof (d2));

334 }

335 else {

336 if (Pollcy[l] >z == 0) {

337 = Policy[i]- >taken—>commandType

338 g = Policy[i]->taken—>dAngle;

339 h = Policy[i]->taken—>dPower;

340 if ( (f==CMD TURN) || (f==CMD KICK))

341 printf ("KICK oder TURN: %f %f\n",g, h);

342 count_a++;

343 archive.write(reinterpret cast<char *>(&f),
sizeof (f));

344 archive .write(reinterpret cast<char *>(&g),
sizeof (g));

345 archive.write(reinterpret_cast<char *>(&h),
sizeof (h));

346 textual << b << "\t" << ¢ << "\t" << d << "\t
"< e << "\t";

347 textual << f << "\t" << g << "\t" << h << "\n

348 }

349 else {

350 archive .write (reinterpret cast<char x>(&Jummy
), sizeof (dummy));

351 archive . write (reinterpret_cast<char *>(&d1),
sizeof (d1));

352 archive.write(reinterpret cast<char *>(&d2),
sizeof (d2));

353 }

354 }

355 }

356 archive.close ();

357 textual.close ();

358 printf ("Saved %i policyelements containing %i actions

in %i bytes\n",count, count a, countx(sizeof(b)+
sizeof (c)+sizeof (d)+sizeof(e)+sizeof (f)+sizeof (g)+
sizeof (h)));

359 printf("Used %i steps so far\n",steps taken);

360 printf("Size 1: %i 2: %i 3: %i 4: %i 5: %i 6: %i 7: %i
\n", sizeof(b), sizeof(c), sizeof(d), sizeof(e),
sizeof (f), sizeof(g), sizeof(h));

361 return;

362 }

363
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364 /%
365 * Restauriert eine gespeicherte Policy aus einer
Bindrdatei.

366 %/

367 void Agent::readPolicyVector () {

368

369 unsigned int aball, abody, avelocity, velocity;

370 int count = 0, count_a = O0;

371 CommandT commandType;

372 double dAngle, dPower;

373 printf ("Trying to restore policy.\n");

374

375 ifstream archive("policy.log",ios::binary);

376 archive.read(reinterpret cast<char *>(&steps_taken),
sizeof (steps_taken));

377 archive.read(reinterpret cast<char *>(&disAngleBall),
sizeof (disAngleBall));

378 archive.read(reinterpret cast<char x>(&disAngleBody),
sizeof (disAngleBody));

379 archive.read(reinterpret_cast<char *>(&
disAngleVelocity), sizeof(disAngleVelocity));

380 archive.read(reinterpret cast<char *>(&abortThreshold)
, sizeof(abortThreshold));

381 archive.read(reinterpret cast<char *>(&goodAction),
sizeof (goodAction));

382 archive.read(reinterpret cast<char *>(&badAction),
sizeof (badAction)) ;

383 printf ("Options extracted: %i %i %i %i %f\n",
steps_taken, disAngleBall, disAngleBody,
disAngleVelocity , abortThreshold);

384 do {

385 archive .read(reinterpret cast<char *>(&aball),

sizeof (aball));

386 archive.read(reinterpret cast<char *>(&abody),

sizeof (abody));

387 archive.read(reinterpret_cast<char *x>(&avelocity),

sizeof (avelocity));

388 archive.read(reinterpret cast<char x>(&velocity),

sizeof (velocity));

389 archive.read(reinterpret cast<char *>(&commandType)

, sizeof (commandType));

390 archive .read(reinterpret cast<char *>(&dAngle),

sizeof (dAngle));

391 archive.read(reinterpret cast<char x>(&dPower),

sizeof (dPower) ) ;
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392 printf ("Restored: %u %u %u %u %u %f %f\n", aball,
abody, avelocity, velocity , commandType, dAngle,

dPower) ;
393 Policy.push back(new PolicyElement(aball, abody,
avelocity , velocity));

394 switch ( commandType ) {

395 case CMD_ILLEGAL:

396 printf ("CMD_ILLEGAL, no new action will be
created\n") ;

397 break;

398 case CMD TURN:

399 printf ("CMD_TURN, new turn action will be
created\n");

400 Policy[Policy.size ()—1]—->taken = new
SoccerCommand (CMD TURN, dAngle);

401 count_a++;

402 break;

403 case CMD_KICK:

404 printf ("CMD_KICK, new kick command will be
created\n") ;

405 Policy[Policy.size ()—1]->taken = new
SoccerCommand (CMD _KICK, dPower, dAngle);

406 count_a++;

407 break;

408 default:

409 break;

410 }

411 count++;

412 } while ( !archive.eof() );

413 printf ("Restored %i policyelements containing %i

actions\n",count, count a);

414 archive.close () ;

415 return;

416 }

417

418 /xx

419 x Inkrementiert die Anzahl der bereits genommenen
Schritte um eins.

420 x/

421 void Agent::incStep () {
422 steps_taken++;

423 return;

424}

425
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C Sourcecode - PlayerTeams.cpp

#include "Player.h"
#include "rli.h"
#include <sys/sem.h>
#include <sys/ipc.h>
#include <sys/types.h>
#include <signal.h>
#include <errno.h>

OO WN -

#define MAX_STEPS PER_TRIAL 4
10 #define FADE_IN 0O

11 #define FADE OUT 0

12 #define SEND PER_STEP 6

13 #define MIN_SPEED 0.5

15 /%%

16 x Dies ist die Methode in dem das komplette Lernen
stattfindet. Sie wird pro Serverzyklus mehrere male
aufgerufen. Wie das Lernen genau von statten geht,

ist an anderer Stelle nachzuschlagen.

17 */

18 SoccerCommand Player::deMeer5( )

19 {

20

21 SoccerCommand soc (CMD_ILLEGAL) ;

22 VecPosition posAgent = WM>getAgentGlobalPosition () ;

23 VecPosition posBall = WM>getBallPos ();

24 int iTmp;

25 static bool createObjects = 0;

26 static bool trialEnd = 0;

27 static bool trialOverride = O0;

28 static long int laststep = —1;

29 static long int sends_per_step = 0;

30 static int last _observation = — 2;

31 struct sembuf operations;

32 struct sembuf bla;

33 static bool stepOverride = 0;

34

35 if (!createObjects) {

36 SimAgent = new Agent(24, 24, 24, 1);

37 createObjects = 1;

38 key t ka = ftok ("/home/usadel/Robocup/team train/
src/PlayerTeams.cpp",5);

39 if (ka == -1) {
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40 perror ("[AGENT] — ftok");

41 }

42 if ( (SimAgent—>semKey = semget(2005, 1, IPC_CREAT|
I[PC_EXCL|0777)) == —-1)

43 perror ("[AGENT] — Semaphor(semget)");

44 operations.sem_num = 0;

45 operations.sem _op = 1;

46 operations.sem flg = 0;

47 if ( (semop(SimAgent—>semKey,&operations,1)) == —1)

48 perror ("[AGENT] — Semaphor(semop (0))");

49 printf ("New Agent was created\n");

50 SimAgent—>init (30);

51 }

52

53 operations.sem num = O;

54 operations.sem_op = —1;

55 operations.sem flg = 0;

56 if ( (semop(SimAgent—>semKey,&operations,1)) == —1)

57 perror ("[AGENT] — Semaphor(semop (1))");

58

59 Time kaffe = WM->getTimeLastRecvSenseMessage () ;

60 printf (" [AGENT] Last time i received new information

was %i\n" , kaffe.getTime());

61 if (sends_per_step < (SEND PER STEP —1 )) {

62 fprintf (stderr,"-");

63 if ( (laststep+1) == WM>getCurrentCycle() ) {

64 printf ("[AGENT]: sends_per_step reset due to

laststep\n");

65 sends_per_step = O0;

66 stepOverride = 0;

67 }

68 if (stepOverride == 1)

69 sends_per_step = 0;

70 printf (" [AGENT]: —Markl—\n");

71 printf ("[AGENT]: Warning: desynchronisazion
detected\n");

72 printf ("[AGENT]: Confidence: %f\n" WM>
getConfidence (OBJECT BALL));

73 printf ("[AGENT]: Send per Steps: %i\n",
sends_per_step);

74 if ( (laststep+1) == WM>getCurrentCycle ()) {

75 printf ("[AGENT]: obpressed due to laststep\n");

76 } else {

77 printf ("[AGENT]: opressed due to SEND PER STEP\n

");
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78 }

79 sends_per_step++;

80 if (WM>getCurrentCycle () == 0) {

81 printf ("[AGENT]: sends per step reset due to

cycle O\n");

82 sends_per_step = 0;

83 }

84 }

85 else {

86 fprintf (stderr,"+");

87 stepOverride = 1;

88 if (0) {

89 }

90 else {

91 if (WM>getCurrentCycle () % 5000 == 0) {

92 printf (" [AGENT]: Wrote to logfile\n");

93 fprintf (stderr, "[DATA]\t%i\t%i\n" WM>
getCurrentCycle (), SimAgent—>
getActionCount() );

94 fprintf(stderr, "[DATAI\t%i\t%i\n",SimAgent—>
getGood () , SimAgent—>getBad ());

95 SimAgent—>writeSummarize () ;

96 SimAgent—>resetGood () ;

97 SimAgent—>resetBad () ;

98 }

99 last_observation = SimAgent—>

getCurrentObservation WM) ;

100 fprintf (stderr ,"sx+x+xxSummarize for step %i
w6k \N" WM>getCurrentCycle () );

101 printf ("[AGENT]: —Mark2—\n");

102 printf ("[AGENT]: cycle %i start\n" ,WM>
getCurrentCycle ());

103 printf ("[AGENT]: There were %i omitted receive
steps\n",sends_per_step);

104 sends_per_step = 0;

105 printf ("[AGENT]: Current data: %f %f %x\n" ,WM—>
getRelativeAngle (OBJECT BALL, 1), WM=>
getAgentGlobalBodyAngle () , WM>isBallKickable
0);

106 printf ("[AGENT]: Global Angle: %f\n" WM>
getAgentGlobalBodyAngle ());

107 printf ("[AGENT]: BallDir: %f\n" ,(WM>

getGlobalBodyAngle (OBJECT GOAL R) — WM—>
getBallDirection ()));
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108 VecPosition leckmichdochamarsch = WM->getBallPos

O

109 VecPosition goalPos = WM>getGlobalPosition (
OBJECT GOAL R) ;

110 printf ("[AGENT]: Goalposition %f %f\n",6goalPos.
getX (), goalPos.getY());

111 printf ("[AGENT]: Ballposition %f %f\n",

leckmichdochamarsch. getX (),
leckmichdochamarsch. getY());

112 printf ("[AGENT]: Zuverlaessigkeit: %f\n" ,WM>
getConfidence (OBJECT GOAL R));

113 printf ("[AGENT]: Zuverlaessigkeit: %f\n" WM>
getConfidence (OBJECT BALL));

114 if ( WM>getCurrentCycle() % (
MAX_STEPS_PER_TRIAL) == (MAX_STEPS PER_TRIAL
- 1) {

115 printf ("[AGENT]: —Mark3—\n");

116 printf ("[AGENT]: End of trainingstrial\n");

117 trialEnd = 1;

118 int fu3 = SimAgent—>Policy.size ();

119 int gna3 = 0;

120 for (int sdf3 =0; sdf3<fu3; sdf3++) {

121 if (SimAgent—>Policy[sdf3]->taken != NULL)

122 gna3++;

123 }

124 fprintf (stderr ,"—end %i\n" ,gna3);

125 }

126 if ( WM>getCurrentCycle () % (
MAX_STEPS_PER_TRIAL) == 0) {

127 printf ("[AGENT]: —Mark4—\n");

128 trialEnd = 0;

129 trialOverride = O0;

130 printf ("[AGENT]: Starting new

trainingsepisode\n");

131 int fu4 = SimAgent—>Policy.size();

132 int gna4 = O0;

133 for (int sdf4 =0; sdf4<fu4; sdf4++) {

134 if (SimAgent—>Policy[sdf4]->taken != NULL)

135 gna4++;

136 }

137 fprintf(stderr ,"—begin %i\n",gna4);

138 }

139

140 if (trialEnd == 1) {

141 fprintf (stderr,"Trial has ended ");
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142
143
144
145
146

147

148

149

150

151

152
153
154

155

156
157

158

159

160
161
162
163
164

printf ("[AGENT]: Trial End.\n");

printf (" [AGENT]: —Mark8——\n");

SimAgent—>incStep () ;

int ii = SimAgent—>getPolicyVectorCount();

AngDeg thresh = WM>getRelativeAngle (

OBJECT BALL, 1) + WM—>
getAgentGlobalBodyAngle () ;

printf (" [AGENT]: THRESHOLD %f %f %f\n",
thresh, WM->getRelativeAngle (OBJECT BALL,
1), WM>getAgentGlobalBodyAngle());

printf (" [AGENT]: THRESHOLD %f\n" WM->
getBallDirection ());

Line BallLine = Line::
makeLineFromPositionAndAngle (WM->
getBallPos () WM>getBallDirection ());

Line GoalLine = Line:: makeLineFromTwoPoints (
WM->getGlobalPosition (OBJECT FLAG G R T),
WM—>getGlobalPosition (OBJECT_FLAG G R B));

VecPosition sp = BallLine.getIntersection (
GoalLine);

double by = sp.getY();

printf ("[AGENT]: Y-Offset was %f\n" ,by);

printf ("[AGENT]: Eckpunkte %f %f\n" ,WM>
getGlobalPosition (OBJECT FLAG G R T).getY
(), WM>getGlobalPosition (
OBJECT_FLAG G R B).getY());

if ( ('WM>isBallKickable()) && (fabs(sp.getY
0) < 7) & (WM—>getBallSpeed () >=
MIN SPEED) && (fabs (WM=>getBallDirection ()
) <= 90)) {
printf (" [AGENT]: —Mark9—\n");
printf ("[AGENT]: FABS 1 was %f and the

Threshold was %f\n" ,fabs (WM>
getRelativeAngle (OBJECT BALL, 1) — WM—>
getAgentGlobalBodyAngle ()), SimAgent—>
getAbortThreshold ());
printf ("[AGENT]: BallDirection: %f\n" WM>
getBallDirection ());
fprintf (stderr, "[GAUSS]: %i %f\n" ,WM>
getCurrentCycle (), sp.getY());
int kap = 0;
for (int ij = 0; ij < ii; ij++) {
if ( SimAgent—>Policy[ij]->z == 1) {
SimAgent—>Policy[ij]->z = O;
if (SimAgent—>Policy[ijl->d == 1)
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165 SimAgent—>incGood () ;

166 SimAgent—>Policy[ij]->d = 0;

167 kap++;

168 }

169 ¥

170 fprintf(stderr, "and %i Actions were saved
\n",kap) ;

171

172 b

173 else {

174 printf (" [AGENT]: —Markl10—\n");

175 printf ("[AGENT]: FABS 1 was %f and the

Threshold was %f\n", fabs (WM—>
getRelativeAngle (OBJECT BALL, 1) — WM>
getAgentGlobalBodyAngle ()), SimAgent—>
getAbortThreshold ());

176 int kapp = 0;

177 for (int ik = 0; ik < ii; ik++4) {

178 if (SimAgent—>Policy[ik]—>z == 1) {

179 SimAgent—>Policy[ik]->z = 0;

180 if (SimAgent—>Policy[ik]-—>d == 1)

181 SimAgent—>incBad () ;

182 SimAgent—>Policy[ik]->d = 0;

183 free ((SoccerCommand *) SimAgent—>
Policy[ik]—>taken);

184 SimAgent—>Policy[ik]->taken = NULL;

185 kapp++;

186 }

187 }

188 fprintf(stderr, "and %i Actions were

deleted\n" ,kapp);

189 ¥

190 }

191

192 if ( trialOverride ==1 ) {

193 printf ("[AGENT]: —Mark7—\n");

194 bla.sem num = O;

195 bla.sem op = 1;

196 bla.sem flg = 0;

197 if ( (semop(SimAgent—>semKey,&bla,1)) == -1 )

198 perror ("[AGENT] — Semaphor(semop (2))");

199 laststep = WM>getCurrentCycle () ;

200 int cd = SimAgent—>getPolicyVectorCount () ;

201 int kappp = 0;

202 fprintf (stderr,"Trial is beeing overriden");
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203
204
205
206
207
208
209
210

211
212
213
214
215

216
217
218
219
220
221
222

223

224

225

226

227

228

229
230
231

if

for (int ce = 0; ce < cd; ce++) {
if ( SimAgent—>Policy[ce]->z == 1) {
SimAgent—>Policy[ce]->z = 0;
if (SimAgent—>Policy[cel->d == 1)
printf ("[DATA] d failure\n");
SimAgent—>incBad () ;
SimAgent—>Policy[ce]->d = 0;
free ((SoccerCommand x) SimAgent—>Policy [
ce]l->taken) ;
SimAgent—>Policy[ce]->taken = NULL;

kappp++;
}
}
fprintf(stderr,"and %i Actions where deleted\
n",kappp);

return soc;

(trialEnd !'= 1) {

printf (" [AGENT]: —Markll——\n");

SimAgent—>incStep () ;

AngDeg basket = WM>getRelativeAngle (
OBJECT BALL, 1) + WM—>
getAgentGlobalBodyAngle () ;

printf (" [AGENT]: THRESHOLD: %f %f %f\n",
basket, WM—>getRelativeAngle (OBJECT BALL,
1), WM>getAgentGlobalBodyAngle());

printf (" [AGENT]: THRESHOLD %f\n" ,WM->
getBallDirection ());

int jj = SimAgent—>getPolicyVectorCount();

Line BallLine = Line::
makeLineFromPositionAndAngle (WM->
getBallPos () ,WM>getBallDirection ());

Line GoalLine = Line::makeLineFromTwoPoints (
WM>getGlobalPosition (OBJECT FLAG G R T),
WM—>getGlobalPosition (OBJECT FLAG G R B));

VecPosition sp = BallLine.getIntersection (
GoalLine) ;

double by = sp.getY();

printf ("[AGENT]: Y-Offset was %f\n",by);

printf ("[AGENT]: Eckpunkte %f %f\n" ,WM>
getGlobalPosition (OBJECT FLAG G R T).getY
(), WM>getGlobalPosition (
OBJECT_FLAG G R B).getY());
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232 if ( ('"WM>isBallKickable ()) && (fabs(sp.getY
0)) < 7) & (WM—>getBallSpeed () >=
MIN SPEED) && (fabs(WM>getBallDirection ()

) <=90))
233 printf (" [AGENT]: —Mark9—\n");
234 printf ("FABS 2 was %f and the THreshold

was: %f \n",fabs (WM>getRelativeAngle (
OBJECT BALL, 1) — WM—>
getAgentGlobalBodyAngle ()), SimAgent—>
getAbortThreshold ());

235 printf ("[AGENT]: BallDirection: %f\n" WM>
getBallDirection ());
236 trialOverride = 1;
237 int gzk = 0;
238 fprintf (stderr ,"positiv terminalstate
reached ");
239 printf (" [GAUSS]: %i %f\n" WM>
getCurrentCycle (), sp.getY());
240 for (int ji = 0; ji < jj; ji++) {
241 if (SimAgent—>Policy[ji]->z == 1) {
242 SimAgent—>Policy[ji]->z = 0;
243 if (SimAgent—>Policy[ji]l->d == 1)
244 printf ("[DATA] d failure\n");
245 SimAgent—>incGood () ;
246 SimAgent—>Policy[ji]->d = 0;
247 gzk++;
248 printf ("[AGENT]: Positiver
Endzustand, date Policy up...\n")
249 }
250 }
251 fprintf(stderr, "saved %i Actions\n",gzk);
252 }
253 else {
254 printf (" [AGENT]: —Markl2——\n");
255 if ( WM>isBallKickable () ) {
256 printf (" Constructive Branch, terminal
state not yet reached\n");
257 SoccerCommandx* ac = SimAgent—>
currentObservationHasAction ( WM ) ;
258 int fu = SimAgent—>Policy.size ();
259 int gna = 0;
260 for (int sdf =0; sdf<fu; sdf++) {
261 if (SimAgent—>Policy[sdf]->taken !=
NULL)
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262 gna++;

263 }

264 printf ("There were %i mapped Actions\n"

,gna) ;
265 fprintf (stderr ,"There are %i mapped
Actions\n" ,gna);

266 if ( ac !'= NULL ) {

267 printf ("deterministic action, c—
Branch\n");

268 fprintf (stderr ,"Taking deterministic
action\n");

269 SimAgent—>Policy [SimAgent—>
getCurrentObservation WM)]—>z =
1;

270 SimAgent—>Policy [SimAgent—>
getCurrentObservation WM)]—>d =
1;

271 soc = *ac;

272 ACT—>putCommandInQueue( soc );

273 b

274 else {

275 ac = SimAgent—>getRandomAction () ;

276 printf ("Random Action, c—Branch\n");

277 fprintf(stderr,"taking random action
\n");

278 printf ("%i %i\n",ac—>dAngle, ac—>
dPower) ;

279 int whatever = SimAgent—>
getCurrentObservation (WM) ;

280 switch (ac—>commandType) {

281 case CMD TURN:

282 SimAgent—>Policy [whatever]—>

taken = new SoccerCommand (
CMD TURN, ac—>dAngle);

283 break;
284 case CMD_KICK:
285 SimAgent—>Policy [whatever]—>

taken = new SoccerCommand (
CMD KICK, ac—>dPower, ac—>

dAngle);
286 break;
287 default:
288 break;
289 ¥
290 SimAgent—>Policy [whatever]—>z = 1;
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3

291 SimAgent—>Policy [whatever]—->d = 0;

292 soc = x*ac;

293 ACT—>putCommandInQueue( soc )

294 }

295 free (ac);

296 }

297 else {

298 printf ("[AGENT]: —Markl13—\n");

299 trialOverride = 1;

300 }

301 }

302 }

303 else {

304 }

305 printf ("[AGENT]: cycle %i stop\n" ,WM>
getCurrentCycle ());

306 }

307 int fu2 = SimAgent—>Policy.size();

308 int gna2 = 0;

309 for (int sdf =0; sdf<fu2; sdf++) {

310 if (SimAgent—>Policy[sdf]->taken != NULL)

311 gna2++;

312 }

313 fprintf(stderr,"so far %i actions\n",gna2);

314 }

315 laststep = WM>getCurrentCycle () ;

316 bla.sem num = O;

317 bla.sem op = 1;

318 bla.sem flg = 0;

319 if ( (semop(SimAgent—>semKey,&bla,1)) == -1 )

320 perror ("[AGENT] — Semaphor(semop (2))");

321 return soc;

322 }

323 <...>
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D Sourcecode - BasicCoach.cpp

#include"Parse.h"
#include <math.h>
#include <sys/sem.h>
#include <sys/ipc.h>

#include <errno.h>
#ifdef WIN32

#include <windows.h>
10 #else

OO WN -

11 #include <sys/poll.h>

12 #endif

14 #define STEPS PER_TRIAL 4

15 #define FADE_IN O
16 #define FADE OUT 0
17 #define RADIUS 1.085

18 #define MIN_RADIUS 0.386
19 #define MAX VELOCITY O

20 #define DISTANCE 40

21 #define BODYANGLE 180

22 #define NORMAL 1

#include <sys/types.h>

23 //#define SIMPLE 0 /x!< Wenn gesetzt, wird der Trainer
den Ball nur an 4 verschiedene Startpositionen

platzieren.
24

25 extern Logger Log; /x!< This is a reference to the Logger

to write loginfo tox/

26
27  /xx

28 x Initialisierungsmethode des Trainers, unter anderem
wird hier der Semaphor, welcher zum abgleichen mit
dem Agenten benutzt wird, initialisiert.

29  x/

30 BasicCoach::BasicCoach( ActHandlerx act, WorldModel swm,

ServerSettings x*ss,

31 charx strTeamName,
)

32

33 {

34 char str [MAX MSG];

35

36 ACT = act;

double dVersion, bool isTrainer
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37
38
39
40
41
42
43

44
45
46
47
48
49
50
51
52
53

54
55
56
57
58
59
60
61
62
63
64
65
66
67

68
69
70
71
72
73
74

WM = Wm;

SS = S§S;

bContLoop = true;
WM-—>setTeamName ( strTeamName ) ;

if ( lisTrainer ) {
sprintf( str, "(init %s (version %f))", strTeamName
, dVersion );
printf("I’am not the trainer\n");

}

else {
sprintf( str, "(init (version %f))", dVersion );
printf("I’am the trainer\n");

}

srand (static_cast <unsigned >(time (0)));

uint32 seed = time (0);

RendGen = new TRandomMersenne (seed) ;

key t ka = ftok("/home/usadel/Robocup/team train/src/
PlayerTeams.cpp",5);

if (ka == -1) {
perror ("[COACH] — ftok");

¥

if ( (this—>SemKey = semget (2005, 1, 0)) == —1)
perror ("[COACH] — Semaphor(semget)");

ACT—>sendMessage( str );

}

BasicCoach::~BasicCoach( )
{
}

VAR

x In dieser Hauptmethode des Trainers, werden Ball und
Spieler selber auf Zufdllig ausgewaihlte
Startpositionen gesetzt. In wie fern sich die
Positionierung der einzelnen Parameter beeinfluflen
laBt, ist an fritherer Stelle der Diplomarbeit zu
entnehmen.

*/

void BasicCoach :: mainLoopNormal( )

{

#ifdef WIN32
Sleep ( 1000 );

#else
poll( 0, 0, 1000 );
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75 #endif

76

77 bool bSubstituted = false;

78 double x=0;

79 double y=0;

80 double threshold y = 0;

81 double threshold vy = 0;

82 char command [MAX MSG];

83 int bodyAngle = 0;

84 double velocityY = 0;

85 double minY = O0;

86 double velocityX = O0;

87 static unsigned long int laststep = O;

88

89 ACT—>sendMessageDirect( "(eye on)" );

90

91 #ifdef WIN32

92 Sleep ( 1000 );

93 #else

94 poll( 0, 0, 1000 );

95 #endif

96

97 while ( WM>getPlayMode () != PM TIME OVER && bContLoop
)

98 {

99 if WM>getCurrentCycle () == 0) {

100 printf("Starting..\n");

101 ACT—>sendMessageDirect (" (change mode play on)");

102 }

103 Log.log( 1, "in loop %d %d %f",

104 WM->getTimeLastSeeGlobalMessage () . getTime (),

105 bSubstituted ,

106 WM-=>isConfidenceGood ( OBJECT TEAMMATE 11 )) ;

107 if (  WM>waitForNewInformation () == false )

108 {

109 printf( "Shutting down coach\n" );

110 bContLoop = false;

111 }

112 printf (" [COACH]: cycle %i start\n" WM>

getCurrentCycle ());
113 if ( (laststep == WM>getCurrentCycle()) && (WM>
getCurrentCycle () !'= 0)) {
114 fprintf(stderr ,"desynchonisation omitting step\n
");
115 }
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116
117

118
119
120
121
122

123
124
125
126

127
128
129
130
131
132

133
134
135
136

137

138
139
140
141
142
143
144

145
146

147
148

149
150

if ( WM>getCurrentCycle () % (STEPS PER TRIAL +

FADE IN + FADE OUT) ) == 0 ) {

struct sembuf operations;

operations.sem _num = 0;

operations.sem op = —1;

operations.sem flg = 0;

if ( (semop(this—>SemKey, &operations, 1)) ==
-1) {
perror ("[COACH] — Semaphor(semop(0))");

}
else {
fprintf (stderr,"[COACH] — Semaphor geholt\
n");
¥

//Create random body direction for the player
#ifndef SIMPLE
if (RendGen—>IRandom(0,1) == 0) {
bodyAngle = RendGen—>IRandom (0,BODYANGLE) ;
sprintf (command, "(move (player train 1) %
i 0 %i)" ,DISTANCE, bodyAngle);
//printf ("Bodyangle: %i\n",bodyAngle) ;

b
else {
bodyAngle = (—1)*RendGen—>IRandom (0,
BODYANGLE) ;
sprintf (command, "(move (player train 1) %
i 0 %i)" ,DISTANCE, bodyAngle);
}

ACT—>sendMessageDirect ( command );
//Create Random start position for the Ball
#else
int sector = RendGen—>IRandom (0,3) ;
if (sector == 0)
sprintf (command, "(move (player train 1) %
i 0 0)",DISTANCE) ;
if (sector == 1)
sprintf (command, "(move (player train 1) %
i 0 90)",DISTANCE) ;
if (sector == 2)
sprintf (command, "(move (player train 1) %
i 0 180)" ,DISTANCE) ;
if (sector == 3)
sprintf (command, "(move (player train 1) %
i 0 —90)" ,DISTANCE) ;
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151
152 ACT—>sendMessageDirect ( command ) ;
153 #endif /+*SIMPLE=x/
154 #ifndef SIMPLE
155 if (RendGen—>IRandom (0, 1) == 0) {
156 x = RendGen—>Random () *RADIUS;
157 threshold y = sqrt( (RADIUSx*RADIUS) — (xx*Xx
) )5
158 printf (" [COACH]: Data: %f %f\n",
MIN RADIUS, x);
159 if ((xxx) >= (MIN RADIUS+«MIN RADIUS)) {
160 minY = 0;
161 printf (" [COACH]: Data: %f\n",minY);
162 }
163 else {
164 minY = sqrt( (MIN_RADIUS+MIN RADIUS) —
(x*x) )
165 printf ("[COACH]: Data: %f %f\n",(
MIN RADIUS«MIN RADIUS) ,(x%x));
166 }
167
168 printf (" [COACH]: Data: %f %f\n",
threshold y, minY);
169 y = RendGen—>Random () *(threshold y-minY);
170 printf (" [COACH]: Data: %f %f\n",y, minY);
171 y += minY;
172
173 if (RendGen—>IRandom (0, 1) == 0)
174 Y=y
175 else
176 y = (=Dxy;
177 printf (" [COACH]: Data: %f %f\n",x,y);
178 ¥
179 else {
180 X = (—1)*RendGen—>Random () *RADIUS ;
181 threshold y = sqrt( (RADIUSxRADIUS) — (x*X
) )5
182 printf (" [COACH]: Data: %f %f\n",
MIN RADIUS, x);
183 if ( (x+x) >= (MIN_RADIUS+MIN RADIUS)) {
184 minY = O0;
185 printf (" [COACH]: Data: %f\n" ,minY) ;
186 }
187 else {
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188 minY = sqrt( (MIN_RADIUS+MIN RADIUS) —

(x*x) )
189 printf (" [COACH]: Data: %f %f\n",(
MIN RADIUS+MIN RADIUS) ,(x*X));
190 }
191
192 printf (" [COACH]: Data: %f %f\n",
threshold y, minY);
193 y = RendGen—>Random () *x(threshold y-minY);
194 printf (" [COACH]: Data: %f %f\n",y, minY);
195 y += minY;
196
197 if (RendGen—IRandom (0, 1) == 0)
198 y=Y;
199 else
200 y = (=D=xy;
201 printf (" [COACH]: Data: %f %f\n",x,y);
202 }
203 //Create random velocity for the ball
204 if (MAX VELOCITY == 0) {
205 if (NORMAL) {
206 sprintf (command, "(move (ball) %f %f O
0 0)",(DISTANCE+x),(0+y));
207 printf ("[VERT]: %f %f\n", (DISTANCE+x)
,(0+y));
208 }
209 else
210 sprintf (command, "(move (ball) %f %f O
0 0)",(DISTANCE+0.4),(0));
211 ACT—>sendMessageDirect ( command ) ;
212 }
213 else {
214 if (RendGen—>IRandom (0, 1) == 0) {
215 velocityX = RendGen—>Random () =
MAX_VELOCITY ;
216 threshold vy = sqrt( (MAX VELOCITYx
MAX VELOCITY) — (velocityXxvelocityX
) )
217 if (RendGen—>IRandom (0, 1) == 0)
218 velocityY = RendGen—>Random () *
threshold vy;
219 else
220 velocityY = (—1)*RendGen—>Random () %
threshold vy;
221 }
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222 else {
223 velocityX = (—1)+*RendGen—>Random ()
MAX_VELOCITY;
224 threshold vy = sqrt( (MAX VELOCITY*
MAX VELOCITY) — (velocityXxvelocityX
) )
225 if (RendGen—IRandom (0, 1) == 0)
226 velocityY = RendGen—>Random ()
threshold vy;
227 else
228 velocityY = (—1)+RendGen—>Random ()
threshold vy;
229 }
230 if (NORMAL) {
231 sprintf (command, "(move (ball) %f %f O

%f %f)" ,(DISTANCE+x),(0+vy),
velocityX , velocityY);

232 printf ("[VERT]: %f %f\n" ,(DISTANCE+x)
,(0+y)) s

233 }

234 else

235 sprintf (command, "(move (ball) %f %f O

%f %f)" ,(DISTANCE+0.4),(0),
velocityX, velocityY);

236 ACT—>sendMessageDirect ( command ) ;

237 ¥

238 #else

239 int sec = RendGen—>IRandom (0,3);

240 if (sec == 0)

241 sprintf (command, "(move (ball) %f %f 0 O
0)" ,(DISTANCE+0.5),(04+0.5));

242 if (sec == 1)

243 sprintf (command, "(move (ball) %f %f 0 O
0)" ,(DISTANCE+0.5),(0—0.5));

244 if (sec == 2)

245 sprintf (command, "(move (ball) %f %f 0 O
0)" ,(DISTANCE-0.5),(04+0.5));

246 if (sec == 3)

247 sprintf (command, "(move (ball) %f %f 0 0
0)",(DISTANCE-0.5),(0-0.5));

248

249 ACT—>sendMessageDirect ( command ) ;

250 #endif /+*SIMPLE=x/

251 operations.sem num = O;

252 operations.sem op = 1;
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253
254

255
256
257
258

259
260

261
262

263
264
265
266
267
268
269
270
271

-

operations.sem flg = 0;

if ( (semop(this—>SemKey, &operations, 1)) ==
-1 A
perror ("[COACH] — Semaphor(semop (1))");

}
else {
fprintf (stderr,"[COACH] — Semaphor zuruck\
n");
}

printf ("[COACH]: cycle %i stop\n" ,WM>
getCurrentCycle ());
if ( Log.isInLogLevel( 456 ) )
WM—>logObjectInformation ( 456,
OBJECT ILLEGAL);
if ( SS—>getSynchMode () == true )
ACT—>sendMessageDirect( " (done)" );
}
}
laststep = WM—>getCurrentCycle ();
}

return;

>
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